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Abstract—The significant growth of the Brazilian stock market,
coupled with the increase in investors in riskier assets, has
generated a demand for automated forecasting tools. This
research investigated the behavior and movement of stocks in the
Brazilian market by integrating historical price series and textual
data extracted from sentiments in X old Twitter messages and
news collected from Google News. The analysis used natural
language processing techniques for sentiment analysis, enabling
an efficient fusion between numerical and textual information.
Experiments were carried out with the assets PETR4, VALE3,
BBDC4, and ITUB4, applying the Long Short-Term Memory,
Deep Neural Network, and Linear Regression models to predict
the behavior of these assets. The results indicated that the LSTM
models, especially Model 2, presented the best performance in
terms of predictive capacity, with the lowest values of RMSE
0.0171 and high values of coefficient of determination ranging
from 0.9707 to 0.9873. The study concludes that integrating
numerical and textual data, combined with deep learning
techniques, offers a promising approach to stock market
forecasting, increasing forecasting gains.

Link to graphical and video abstracts, and to code:
https://latamt.ieeer9.org/index.php/transactions/article/view/9184

Index Terms — Financial market, Heterogeneous data, Natural
Language Processing, Stock Exchange.

1. INTRODUCAO

mercado de capitais desempenha um papel

fundamental no desenvolvimento econémico de um

pais e oferece a oportunidade de participagdo coletiva
nos resultados da economia. Isso ocorre principalmente no
mercado aciondrio, onde as empresas de capital aberto
disponibilizam suas agdes, possibilitado a negociagdo de
compra e venda desses ativos financeiros [1], [2].

O risco na tomada de decisdo para a compra de ativos no
mercado aciondrio estd associado a possibilidade de variagdes
nos retornos esperados, sendo mensurdvel por meio de uma
medida estatistica que refletem a dispersdo dos resultados em
relacdo ao valor médio esperado [3], [4]. J4 a incerteza,
conforme definido por [5], refere-se a impossibilidade de
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determinar as probabilidades de eventos futuros.

As decisdes dos investidores baseiam-se em cenarios
econdmicos, que podem ser sistematicos, influenciados por
fatores amplos de mercado, ou ndo sistematicos, especificos de
empresas ou setores [3], [4]. Além disso, a previsdo dos precos
dos ativos no mercado enfrenta desafios como a alta linear dos
dados, que tornam o processo mais complexo e volatilidade e a
natureza nao exigem métodos avangados de modelagem [6].

Como forma de superar estes desafios, abordagens para a
previsdo de tendéncias futuras dos pregos tém buscado analisar
os movimentos ¢ as flutuagdes do mercado de agdes por meio
de recursos de Inteligéncia artificial e aprendizado de maquina
[71, [8], [9], [10], [11], [12], [13], [14].

Tradicionalmente, essas abordagens utilizam fontes de dados
numéricos provenientes dos valores das agdes. No entanto,
observa-se uma oportunidade de ampliar o conjunto de dados
utilizado nas previsdes, considerando a abundancia de
informagdes geradas com o uso da internet, o aumento dos
bancos de dados abertos e a publicagdo em tempo real nas
midias sociais, fontes de dados que vém crescendo de forma
exponencial [15], [16], [17], [18].

Este trabalho tem como objetivo explorar a ampliacao do
campo de atuacdo das técnicas tradicionais baseadas na analise
grafica, integrando-as com dados provenientes da abordagem
fundamentalista. Esses dados, tradicionalmente obtidos por
meio de relatorios técnicos e demonstragdes contabeis, agora
sdo complementados por uma vasta quantidade de informagdes
provenientes de noticias, comentarios em redes sociais e portais
de noticias online, oferecendo uma perspectiva mais abrangente
para a analise e tomada de decisdo [19].

Estudos anteriores investigaram a integragdo do movimento
diario dos precos das agdes por meio de redes neurais
profundas, treinadas com dados textuais de noticias financeiras
e dados numéricos de pregos e volume das agdes [15], [16],
[20], [21], [22]. No entanto, essas abordagens demonstraram
uma diversidade limitada nas fontes de dados complementares
e necessitam de uma analise mais aprofundada dos fatores
especificos relacionados aos ativos avaliados. Essas lacunas
evidenciam oportunidades relevantes para a ampliacdo da
pesquisa e o desenvolvimento de métodos mais robustos nesta
area de estudo.

Dessa forma, este artigo realiza uma analise da previsdo do
comportamento de determinados ativos do mercado de agdes
brasileiro, integrando dados de numéricos e dados textuais
diversificados por meio da aplicag@o de técnicas avancadas de
Deep Learning e Processamento de Linguagem Natural.
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Este estudo utiliza dados diarios para analise, permitindo
capturar com maior precisdo as variacdes e dinamicas do
mercado ao longo do tempo. Para a avaliacdo desse movimento
de precos, foram selecionados quatro ativos listados na Bolsa
de Valores Brasileira (B3). Adicionalmente, dados textuais
provenientes de redes sociais, como o X/Twitter, € de portais de
noticias, como o Google News, foram explorados com o uso de
técnicas de analise de sentimentos.

Essa abordagem visa contribuir para o desenvolvimento de
um modelo proposto mais avangadas, capazes de oferecer
ganhos na capacidade preditiva. Nesse contexto, a combinagao
de dados numéricos e textuais visa aprimorar o desempenho das
previsdes e apoiar uma tomada de decisdo mais informada e
eficaz, por meio da redugéo dos riscos associados, ao incorporar
informagdes adicionais sobre o mercado e seu contexto.

Este artigo esta estruturado em cinco secdes. Apds esta
introdu¢do, a segunda se¢do apresenta os trabalhos
relacionados, a terceira apresenta a modelo proposto utilizada
na pesquisa e a quarta secfio apresenta os resultados e as
analises dos experimentos realizados. Por fim, a quinta secéo
apresenta as consideragdes finais do trabalho.

II. TRABALHOS RELACIONADOS

Foi realizada uma revisdo ndo sistematica sobre abordagens
para previsdo no mercado aciondrio envolvendo a integracdo de
dados numéricos e dados textuais oriundos de noticias e outras
fontes de dados. Observa-se a existéncia de trabalhos cujo
objetivo foi explorar integra¢des mais simples de dados a partir
de métodos tradicionais de predigdo [15], [16], [17], [18], [23],
[24] demonstrando o potencial desta abordagem a partir de uso
de analise de sentimentos em texto como base de integracdo dos
dados.

Estes trabalhos destacam como lacunas de pesquisa a
necessidade de tratamento diferenciado para as diversas fontes
de dados e sua integragdo, aspectos que sdo aprofundados em
outros trabalhos com abordagens considerando a ampliacdo de
fontes de dados [15], [16], [17], [18], [23], [24], [25], [26], [27].

O estudo [15] analisaram a associacdo de sentimentos dos
usuarios e previsibilidade do movimento futuro do prego de
agdes, utilizando Rede Neural Artificial (RNA). Os dados
foram extraidos da Bolsa de Valores de Gana (GSE) e abrangem
o periodo de janeiro de 2010 a setembro de 2019. A previsdo
foi realizada para janelas de tempo de 1 dia, 7 dias, 30 dias, 60
dias e 90 dias, com as seguintes precisdes: 49.4 a 52.95% com
base no indice do Google trends, 55.5 a 60.05% com base no
Twitter, 41.52 a 41.77% com base nas postagens de foruns,
50.43 a 55.81% com base em noticias da web e 70.66 a 77.12%
com a combinagao dos conjuntos de dados.

O estudo [17] apresentou uma nova estrutura de previsao de
valores de agdes com fusdo de multiplas fontes de dados,
usando uma arquitetura de rede neural hibrida integrando uma
Rede Neural convolucional e uma rede Long Short-Term
Memory (LSTM), chamada IKN-ConvLSTM.

Os dados utilizados no estudo foram divididos em trés
conjuntos quantitativos e trés qualitativos. Os conjuntos
quantitativos incluiram: (i) dados histdricos de agdes, coletados

no site oficial da Bolsa de Valores Gana (GSE)
(https://gse.com.gh/), com 10 varidveis e 744 dias de
negociacdo; (ii) dados macroecondmicos, obtidos no site oficial
do Banco de Gana, com 44 indicadores econdmicos ao longo
de 744 dias de negociagdo; ¢ (iii) o indice de tendéncias do
Google, que incluiu 221 registros [17].

O estudo de [27] apresentou a previsdo do preco das agdes da
BGI Genomics, com uma estrutura com fontes de dados de
negociacdes didrias, noticias on-line e indicadores técnicos. Foi
aplicada uma rede de Long Short-Term Memory (LSTM) e os
resultados demostraram que o modelo melhorou o desempenho
da previsdo por meio de fusdo de informagdes heterogéneas.

O modelo proposto foi comparado o desempenho com
métodos tradicionais, como regressdo logistica, maquina de
vetores de suporte (SVM), arvores de decisdo com aumento de
gradiente e o LSTM original, em tarefas especificas, como a
previsdo da direcdo diaria do preco e do preco de fechamento,
além do desenvolvimento de estratégias de negociagdo. Os
resultados experimentais demonstraram que o modelo LSTM
com atengdo supera significativamente os métodos
comparativos, tanto em precisdo estatistica quanto em
desempenho de negociagao, evidenciando a eficacia da fusdo de
informagoes heterogéneas provenientes de diversas fontes [27].

Em [16] o objetivo foi prever os pregos das agdes e integrar
a andlise de sentimentos das postagens do Twitfer, através de
uma Rede Neural de Long Short-Term Memory (LSTM). Os
resultados demostram que a analise de sentimento ajudou a
alcancar um Root Mean Square Error (RMSE) de 0.021 para a
empresa Vale com a fusdo do conjunto de dados de cotagdes de
precos e analise de sentimentos.

No estudo [44] realizaram um comparativo sobre a previsdo
de precos das agdes utilizando métodos de aprendizagem
profunda em um conjunto de dados integrados. O estudo
destaca que a combinagdo de pregos das acdes, indicadores
técnicos, dados macroecondmicos e fundamentais apresenta um
potencial significativo para aprimorar a compreensdo do uso de
conjuntos de dados na previsdo de pregos.

Portanto, para aumentar a precisdo da previsdo do mercado
acionario, alguns trabalhos propuseram uma estrutura de fusdo
de dados numéricos e textuais, utilizando técnicas de
aprendizado de maquina e processamento de linguagem natural.
Observa-se que existem algumas limitagdes para realizar esta
abordagem, tais como a dificuldade de integragdo dos dados em
formatos distintos e a precisdo das técnicas de analise de
sentimentos em textos.

Na secdo a seguir apresenta uma abordagem para tratar do
contexto de fontes adicionais. Assim, este estudo visa contribuir
na exploragédo e quantificagdo de melhorias marginais na precisao
da previsdo por meio da integragdo de dados numéricos e textuais.

1. MATERIAIS E METODOS

Esta seg@o apresenta o modelo proposto, detalhando as fontes de
dados, o pré-processamento, a fusdo e os modelos de predigdo. A
Fig. 1 ilustra o fluxo completo. Foram utilizados dados numéricos
de precos e volume das agoes, além de dados textuais do Google
News e X/Twitter. Apos o pré-processamento individual, os dados
foram integrados em uma base Unica para o treinamento e


https://gse.com.gh/
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avaliagdo da rede neural, visando a previsdo dos valores das agdes.
Em seguida, foi realizada a simulagdo do investimento com os
modelos selecionados.

O conjunto de dados utilizado neste estudo inclui, portanto,
dados de numéricos (precos e volume das agdes) e dados
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textuais (Google News e X/Twitter), integrados com o objetivo
de fornecer a base de treinamento para uma rede neural e desta
forma prever o comportamento de ativos do mercado acionario
brasileiro.
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Fig. 1. Detalhamento do fluxo completo do pré-processamento e integragdo dos dados numéricos e textuais para o modelo proposto.

A seguir sdo descritos os procedimentos para tratar cada
conjunto de dados, seu processamento, integracdo e os modelos
de predicao.

A. Dados Numéricos

As empresas selecionadas para o experimento foram a
Petrobras (PETR4), a Vale (VALE3), o Itati Unibanco (ITUB4)
e 0 Bradesco (BBDC4), pela sua grande relevancia no mercado
brasileiro, por fazerem parte do indice Ibovespa e serem as
maiores empresas negociadas na B3. A Vale S.A. possui a
maior participagdo no indice, com 13.73%, seguida pela
Petrobras com 7.76%, o Itad Unibanco com 7.14%, e o
Bradesco com 3.74%, de acordo com informagdes referentes ao
més de janeiro de 2024 [3].

Desta forma, a escolha dos ativos para previsdo considerou a
liquidez, volatilidade, setores, sensibilidade a eventos, histdrico
de dados, participag@o no indice, e a disponibilidade de dados
relevantes.

Os dados numéricos utilizados foram as séries historicas dos
pregos das agdes, volume, fechamento, abertura, minimo e
méximo, coletados no Yahoo finance'. As séries foram
analisadas a partir do preco de fechamento ajustado para
considerar as alteragdes de prego devido a distribuigdo de
proventos, sendo observado o comportamento diario das a¢des
em dias uteis. O periodo analisado vai de 01/01/2008 a
20/09/2022, totalizando 3652 observacdes. Esse periodo foi
marcado por varios eventos econdmicos e politicos que geraram
impactos significativos nas agdes das empresas analisadas no
estudo.

"hitps://pypi.org/project/yahoofinancials/

Os dados de precos das agdes foram utilizados para calcular
indicadores técnicos que ajudam a identificar a tendéncia no
mercado de acgdes. Os indicadores técnicos utilizados foram a
média moével simples (MMS), média moével exponencial
(MME) e o indice de forg¢a relativa (IFR) [15], [29].

Estes indicadores sdo descritos a seguir [5], sendo a média
movel simples (MMS) descrita na equagéo (1),

n
_ Zi=1Xi

MMS = Q)

x; € o preco de fechamento em um determinado dia; n — € o
numero total de dias, que foi de 5 e 30 dias.
A média moével exponencial (MME) na equacgéo (2),

2
MMEq = MMEq_y + ——x(Py — MME,_,) )

MME,;_, — é média movel exponencial do dia anterior; P; — €
preco de fechamento no dia d; n o nimero de periodos para a
MME (5 e 30 dias usados no estudo).

O indice de Forca Relativa (IFR) mede a velocidade e as
mudangas nos movimentos dos pregos, variando entre 0 ¢ 100.
E tradicionalmente considerado sobrecomprado quando acima
de 70 e sobrevendido quando abaixo de 30. No estudo, foi
utilizado um periodo de 14 dias, no conforme sugerido por
J.Welles Wilder, seu criador, conforme apresentado na equagao

3).

100 ) 3)

IFR =100 —
(1 + FR
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FR - (fator de for¢a Relativa) ¢ média dos ganhos em dias de
alta dividida pela média das perdas em dias de baixa, ao logo
do periodo considerado.

Para padronizar os dados numéricos, foi aplicada uma
normalizacdo nos valores de volume, fechamento, abertura,
minimo e maximo. Esse processo ajustou os valores para o
intervalo entre 0 e 1, facilitando a analise de padrdes de variacao
de prego ao longo do tempo [28], descrito na equagdo (4),

normalized_value = X~ Xmin_ 4)
Xmax — Xmin

x € o valor original na série; X,,,;;, € 0 menor valor na série; X,
¢ 0 maior valor na série.

B. Dados Textuais

O conjunto de dados textuais utilizado nos experimentos foi
composto por noticias do Google News e postagens do X
(antigo Twitter). Foram pesquisadas mensagens no periodo
entre 01/01/2008 a 20/09/2022, mantendo-se apenas os dias
uteis e descartando-se feriados e finais de semana. Foram
encontradas 2869 observagcdes do Google News e 2748
observagdes do Twitter para Petrobras (PETR4). Para Vale
(VALE3) foram coletadas 1833 noticias no Google News e
1915 mensagens do Twitter. Para o Bradesco (BBDC4) foram
obtidas 1782 noticias do Google News e 1585 mensagens do
Twitter. Para o Itatt Unibanco (ITUB4), obteve-se 1843 noticias
do Google News e 1853 mengdes do Twitter. Apos esta coleta
foram realizados os processos de limpeza e filtragem dos textos,
descritos a seguir, no item "Filtragem e Limpeza".

A Tabela I apresenta exemplos dos dados textuais obtidos da
empresa Petrobras (PETR4), como forma de ilustrar os desafios
de identificagdo de aspectos positivos ou negativos neste
contexto textual.

Os dados de noticias foram obtidos diretamente do portal de
noticias Google News utilizando a biblioteca pygooglenews* no
periodo predeterminado. Seguindo uma abordagem semelhante
a proposta [30], onde as noticias foram coletadas e integradas
aos dados de precos e volume das agdes, de modo que os dados

ja estivessem estruturados e processados para classificacdo.
TABELA |
EXEMPLOS DE MENSAGENS OBTIDAS PARA PETROBRAS

Data Noticias extraida do Google News
15/07/2010 Brasil comega a quducao comercial de petroleo do pré-sal - Site
Inovagdo Tecnologica
30/07/2010 Entenda os riscos da exploracao do Petroleo | Economia e Negocios
| G1 — Globo.com
18/08/2010 Petrobfas ¢ condenada a m@eplzar familia por acidente com
explosivo — Consultor Juridico
30/08/2010 MP investigara venda de ativos de Petrobras a Braskem - Veja
15/09/2010 MP vai investigar se policiais de SP quebraram sigilos para
Petrobras — Globo.com
Postagens extraida do X (antigo Twitter ) tweets
23/10/2009 Petrobras, TAM e NET captam US$ 5.6 bilhdes
26/10/2009 Petrobras e Vale descolam Bovespa da cena externa
06/11/2009 Petrobras confirma descoberta de gas no Peru
10/11/2009 Petrobras desbanca quadrilha que atuava em projetos
13/11/2009 Lucro da Petrobras cai para R$ 7,303 bilhdes

*https://pypi.org/project/pygooglenews/
Shttps://developer.x.com/en/docs/twitter-api/
*https://twitter.com/InvestingBrasil
Shttps://twitter.com/leiamoneytimes

A extragdo dos dados do Google News foi realizada
utilizando como parametros de busca o nome do ativo em
conjunto com o nome da empresa, como por exemplo,
“PETR4” ¢ “Petrobras”. Em seguida os dados foram unificados
para datas iguais, a fim de evitar datas em duplicidade e garantir
uma andlise de sentimentos para as noticias relacionadas ao dia
corrente. Apods a extragdo, obteve-se como resultado um dataset
com as noticias unificadas para cada dia.

O conjunto de dados do Twitter foi obtido através da leitura
das postagens dos tweets contendo o codigo dos ativos ou o
nome das empresas selecionadas. Por exemplo, foram utilizadas
as hashtags “PETR4” e “Petrobras”, “VALE3”, “Vale do Rio
Doce” e “minério”, “ITUB4” e “Itat”, “BBDC4” ¢ “Bradesco”.
Os tweets foram coletados utilizado a API fornecida pelo
Twitter’, conforme estudo [31]. Foram empregadas quatro

fontes de noticias do mercado financeiro sendo elas,
InvestingBrasil®, Money Times’, InfoMoney® e Valor
Econdmico’.

C. Filtragem e Limpeza

Para a prepara¢do dos dados foram efetuados processos para
garantir a limpeza dos dados e maior coeréncia nas analises.
Algumas das técnicas utilizadas [32], basearam-se nos processos
de vetorizagdo e indexagdo, nos quais as palavras foram
transformadas em fokens. Foram removidos textos duplicados; em
seguida os textos foram convertidos para letras mintsculas
garantindo uma padronizacdo; apds isso foram removidas as
pontuagdes, ntimeros e simbolos que ndo seriam utilizaveis
mantendo-se apenas espagos em branco e alguns caracteres
especiais que estfo ligados a lingua portuguesa. Logo apds, foi
efetuada a remocgdo dos nomes dos ativos utilizados nos testes
(Petrobras, Vale, Itat, Bradesco) para garantir que o modelo
proposto seja robusto, generalizavel e livre de vieses especificos.

O proximo passo foi efetuar a tokenizagdo dos textos e realizar
a remogao de todas as palavras (stop words) da lista de fokens.
Neste processo foi utilizado um dicionario de stop words contido
na biblioteca “spacy” [33]. Por fim, utilizamos um processo de
lematizacao das palavras para reduzir os tokens as suas formas
basicas ou infinitivas. Apds esses processos, foi criado um
dataframe com os dados textuais ja processados e unificados pela
data de ocorréncia.

D. Analise de Sentimentos

De modo a realizar a fusdo de dados, os elementos textuais
obtidos no Twitter e no Google News foram processados de modo
a gerar uma andlise de sentimentos em texto dos titulos das
noticias. Para isso foi utilizada a biblioteca Leia [34], que € uma
variagdo da biblioteca Vader Sentiments [35], na qual é utilizado
um dicionario de termos voltado para a lingua portuguesa. Para a
aplicacao dos processos de polarizagdo dos sentimentos, foram
analisados os dados obtidos para cada dia especificamente. Os
sentimentos sdo classificados em trés categorias, sendo elas

®https://twitter.com/infomoney
"https:/twitter.com/valoreconomico
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positiva, negativa e neutra. A Tabela Il apresenta alguns exemplos
de textos analisados e sua classificacao.
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Como exemplifica a Tabela II, os valores relativos aos
percentuais entre 0 e 1 s3o compostos com uma métrica de
composicao dos sentimentos chamada compound.

TABELA 11
EXEMPLOS DE ANALISE DE SENTIMENTOS DAS NOTICIAS
Data Sentimento Textos Compound Positive Negative Neutral
18/08/2010  Positive Brasil tem sete entre 500 maiores empresas do mundo, aponto "Fortune" 0.8689 0.495 0 0.505
7/7/2014 Negative Petrobras ¢ condenada a indenizar familia por acidente com explosivo -0.7184 0 0.5 0.5
25/12/2015  Neutral O que foi 2015 para os brasileiros segundo as pesquisas no Google 0 0 0 1

Esta ¢ definida como a soma dos valores da polarizagdo, que ao
final terd como resultante um valor normalizado entre —1 e +1.
Neste caso, o valor —1 representa um resultado extremamente
negativo e o valor +1 indica um resultado extremamente positivo.

E. Fusdo do Conjunto de Dados

Para a fusdo dos dados numéricos e textuais, trés conjuntos de
dados diferentes foram combinados: dados numéricos
normalizados de séries histdricas de precos e volume das agdes,
dados polarizados por sentimentos de analises do Google News ¢
dados polarizados por sentimentos de postagens no X/Twitter.

Para as séries historicas de precos e volume das a¢des foram
utilizados os dados "data", "fechamento", "abertura", "minimo",
"maximo" e "volume". No caso dos dados do X/Twitter e Google
News utilizou-se os dados "data", "compound', "negativo",
"neutro", "positivo", gerados pelo processo de analise de
sentimentos em textos. Na etapa seguinte todos os conjuntos de
dados textuais foram integrados aos dados de precos ¢ volume de
acordo com a sua data.

Para evitar a ocorréncia de dias sem valores numéricos devido a
ndo haver postagens ou noticias no dia em questao, definiu-se um
método para preencher os dados evitando as polarizagdes sem
valores. Caso o primeiro dia ndo possua valores, este ¢ definido
como neutro. Para os dias posteriores, caso ndo haja valores
polarizados, utiliza-se um processo de redugdo em 50% para o
proximo dia em relagg@o ao anterior. Um exemplo deste processo
pode ser observado na Tabela III, no qual as ocorréncias de
valores "NaN" sdo substituidas de acordo com este método.

TABELA 11T
DIAS SEM POSTAGENS E METODO DE PREENCHIMENTO
Compound Compound Twitter
Data Fechamento Twitter 50% do valor anterior
20/05/2022 0.025 0.153 0.153
21/05/2022 0.05 NaN 0.0765
22/05/2022 0.033 NaN 0.03825
23/05/2022 0.04 -1 -1
24/05/2022 0.045 NaN -0.5

Esse processo foi realizado para que os dias sem postagens ou
noticias diminuam seu valor de sentimento atual, até que se
aproximem de zero, ou seja, tendam a neutralidade com o tempo.

F. Composi¢do dos Dados para Treinamento

Para a composi¢ao dos dados de treinamento dos modelos, foi
adotado um conjunto de procedimentos para preparar todas as
informagdes necessarias. Do total de dados disponiveis, 80%
foram utilizados para o treinamento do modelo e 20% para o teste.

Apos essa etapa, foi definida a variavel close next day,
utilizada para armazenar os valores de fechamento do dia
seguinte. As demais varidveis consideradas no modelo foram:

e Indicadores de preco e volume: open, high, low, close,
volume.

e  Meétricas de sentimento: compound gn, negative gn,
neutral_gn, positive_gn, compound_tw, negative_tw,
neutral_tw, positive_tw.

e Indicadores técnicos:
mme_30, ifr_14.

G. Estrutura dos Modelos de Predigdo

Os modelos de previsdo utilizados foram: Long Short-Term
Memory (LSTM) sem retroalimentagdo, LSTM com
retroalimentagdo, Deep Neural Network (DNN) e Regressao
Linear (RL).

Sera realizada uma comparagdo entre os modelos para otimizar
a previsdo de preco no mercado de agdes. Cada modelo possui
vantagens distintas, ¢ compreender essas diferengas possibilita
uma aplicagdo mais eficaz em diferentes condigdes de mercado,
aprimorando a precisdo e a relevancia das previsdes para estudo
proposto, pode ser observado na Tabela IV.

O primeiro, LSTM sem retroalimentagdo, possui duas camadas:
a primeira camada ¢ uma LSTM com 16 neur6nios, e a camada
de saida € uma Dense com 1 neurénio. Utilizou-se o otimizador
Adam, com batch size de 64 e 100 épocas para treinamento. Esse
modelo capta dependéncias de longo prazo em séries temporais
de forma simples, como em dados de ag¢des, sem considerar
influéncias adicionais dos resultados passados.

O segundo modelo, uma LSTM com retroalimentagdo, tem 4
camadas com LSTM com 200 neur6nios, 300, e 400 neurdnios,
seguidas por uma camada Dense com 1 neurdnio. As camadas
LSTM usam ativagdo de tangente hiperbolica (tanh) e, fungdo
recorrente sigmoid e dropout de 3% nas duas tltimas camadas.
Treinado com otimizador Adam, batch size 32 e 25 épocas, 0o
modelo captura padrdes complexos ao usar a saida anterior com
entrada para proxima previsdo, essencial em mercados
financeiros, onde eventos recentes impactam o futuro [46].

O terceiro modelo tem 3 camadas: a camada de entrada ¢ uma
Dense com 32 neuronios e ativagao relu, seguida por uma Dense
de 8 neurdnios e ativacao relu ¢ uma camada de saida Dense com
1 neurdnio. Embora as DNNs geralmente sejam menos eficazes
em capturar dependéncias temporais diretamente, elas sdo

mms_30, mms_5, mme )5,
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TABELA IV
DESCRICAO DA ARQUITETURA DOS MODELOS DE APRENDIZAGEM

Modelo Camadas e Arquitetura

Ativacio Parimetros de Treinamento

Modelo 1 - LSTM

sem 1 camada: LSTM (16 neurénios) Camada de saida: Dense (1 LSTM: padrdo Dense: Qtimizador: Adam Batch size: 64
retroalimentacgio neurdnio) linear Epocas: 100
Modelo 2 -LSTM - . LSTM: tanh Dropout: 3% nas 2 ultimas LSTM
com camada: (200 neurdnios) camada: (300 neurdnios)38 camada: . . . ) o

. = e 1 Jor Recurrent: sigmoid Otimizador: Adam Batch size: 32 -
retroalimentacgio (400 neurdnios) Camada de saida: Dense (1 neurdnio)

Modelo 3 - Deep
Neural Network
(DINN)

IA camada: Dense (32 neurdnios, ativagdo ReLU) - 2 camada:
Dense (8 neurdnios, ativagdo ReLU) Saida: Dense (1

Dense: linear Epocas 25

ReLU nas camadas
ocultas, linear na saida

neurénio)
Modelo 4 -
Regressio Linear Linear Regression do scikit-leam Linear (o+pxte)
(RL)

poderosas para trabalhar com dados tabulares ou combinados,
explorando relagdes ndo lineares complexas e oferecendo maior
flexibilidade.

O quarto modelo, de regressdo linear (RL), utiliza a funcéo
LinearRegression do scikit-learn para replicar matematicamente
a equagdo (5). Ele estima os coeficientes minimizando o erro
quadratico médio (MSE), garantindo que a saida seja uma
combinag@o linear ponderada das entradas. Esse método captura
padrdes lineares nos dados, mas possui limitagdes diante de
relagdes mais complexas [45].

Y=a+px+¢ &)

sendo a + Bx a equagdo da reta, e € o termo de erro.

Portanto, regressdo linear ¢ uma técnica de aprendizado de
maquina de algoritmo supervisionado, utiliza equagdo linear que
usa os valores de entradas para predizer as saidas, trabalhando
apenas com valores numéricos e os pesos sdo atualizados
conforme a fung@o que minimiza o erro [45].

Os LSTMs sdo mais adequados para modelar sequéncias
temporais, capturando dependéncias de longo prazo, enquanto as
DNN siéo eficazes para capturar padrdes complexos em dados ndo
sequenciais [36]. Assim, o estudo propds uma comparacao para
prever o comportamento das acdes, observando qual modelo se
adequa melhor a captura e dindmica dos ativos e fonte de dados
utilizadas.

H. Métricas de Desempenho

As métricas de avaliagdo escolhidas foram: Root Mean Square
Error (RMSE), e Coeficiente de Determinacdo (R?). Essas
métricas oferecem uma avaliagdo equilibrada e detalhada dos
modelos de previsdo [15], [24], [37].

A Raiz do Erro Quadratico Médio (Root Mean Squared Error -
RMSE) mede o erro médio entre os valores previstos e os reais.
Diferentemente do MAPE, o RMSE ndo expressa o erro em
percentual, mas como um valor numérico que representa a
magnitude do erro. Valores mais préximos de zero indicam maior
precisdo no modelo. O RMSE ¢ calculado pela equagao (6),

1
RMSE = ;Z(previstoi —real;)? (6)

Na equagdo 6, N ¢ o nimero de dias da série temporal sendo
analisada, previsto; ¢ o valor previsto para a sérieno diaiereal;
¢ o valor real da série também no dia i.

O Cocficiente de Determinagdo (R?) avalia a propor¢do da
variancia dos dados que é explicada pelo modelo. Seus valores
variam entre 0 e 1, sendo que valores mais proximos de 1
indicam maior capacidade explicativa do modelo em relagéo
aos dados.

R? = 1 N (real; — previsto;)?

()

N (real; — real)?

A abordagem utilizada da Acurécia, foi uma métrica de precisdo
adaptada para problemas de regressdo, complementando métricas
tradicionais como MSE, MAE e MAPE. Assim, essas métricas
permitem uma analise quantitativa abrangente do desempenho
dos modelos.

IV. RESULTADOS

A combinacao dos dados numéricos e textuais foi composta por
precos e volume das agdes, sentimentos Google News,
sentimentos X/Twitter, calculo do indice de forga relativa (IFR),
média movel simples (MMS) e a média méovel exponencial
(MME), totalizando sete combina¢des. Com essa abordagem,
foram realizados experimentos em todos os modelos e para todos
os ativos PETR4 (Petroleo Brasileiro S.A), VALE3 (Vale S.A),
BBDC4 (Banco Bradesco S.A) e ITUB4 (Itati Unibanco S.A), no
periodo entre 01/01/2008 e 20/09/2022.

Essas empresas, pertencentes a setores econdmicos distintos,
como petroleo, mineragdo e bancos, desempenham um papel
significativo no mercado da B3 e no indice Ibovespa. Sua ampla
cobertura em noticias e discussoes em midias sociais proporciona
um grande volume de dados textuais e numéricos, viabilizando
uma analise abrangente das dindmicas de mercado e das reagdes a
eventos econdmicos e financeiros.

A. Resultado dos Experimentos

As Figs. 2 e 3 apresentam os resultados da métrica de
desempenho Raiz do Erro Quadratico Médio (RMSE) para cada
modelo, considerando as sete combinagdes de dados numéricos e
textuais utilizadas na analise.
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Os resultados dos indicadores foram obtidos a partir da amostra
de testes e com as varidveis transformadas no intervalo [0,1]. A
comparagdo entre as informagdes textuais do Google News e do
X/Twitter, quando combinadas com dados numéricos, revela que
a diferenca de desempenho entre as duas fontes ndo ¢ expressiva.

No entanto, o X/Twitter apresentou um RMSE ligeiramente
maior em alguns modelos, possivelmente devido ao ruido e a
superficialidade de suas publicagdes em comparagdo com as
noticias mais elaboradas do Google News, como observado no
estudo [15].

A inclusdo de indicadores técnicos (IFR, MMS e MME) junto
as informagdes textuais e numéricas geralmente melhora o
desempenho do modelo, reduzindo o RMSE em alguns casos.

Model=model_1 Model=model_2
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Como mostrado nas Figs. 2 e 3, a eficacia das combinagdes varia
conforme o modelo ¢ o ativo analisado. No geral, as combinagdes
4 (Stock Data + 1IT) e 5 (Google News + Twitter + IT)
apresentaram 0s menores erros para a maioria dos modelos e
ativos.

Na Fig. 3 observa-se que os modelos 1, 2 e 3 tiveram um RMSE
baixo e consistente, indicando que conseguiram captar padrdes de
mercado de forma eficiente. Em contrapartida, a Fig. 2 mostra que
o modelo 4 (Regressdo Linear) apresentou RMSE erros mais
elevados, especialmente para VALE3, sugerindo maior
dificuldade desse modelo em prever esse ativo.

Model=model_3 Model=model_4

/ N
’/,/ \

VALE3 BBDC4 ITUB4 PETR4

VALE3

BBDC4 ITue4

Stock Stock

Description —e— Stock Data —e— Stock Data + Google News —e— Stock Data + Twitter —e— Stock Data + IFR + MMS + MME

Google News + Twitter + IFR + MMS

Google News + Twitter + IFR + MME

Google News + Twitter + IFR + MME + MMS

Fig. 2. Desempenho comparativo dos modelos de predigdo, com base na Raiz do Erro Quadratico Médio (RMSE), considerando diferentes combinagdes de

integracdo de dados para os ativos analisados.

No geral, VALE3 teve os maiores erros, enquanto BBDC4 e
ITUB4 foram os ativos mais simples de prever. Na Tabela V,
podemos observar os resultados para as métricas de desempenho
para a Combinagdo 5 (Google News + Twitter + IFR + MMS),
para os modelos. Os modelos de aprendizagem profunda
(Modelos 1, 2 e 3) apresentaram os melhores desempenhos em
termos de RMSE e R2. Os resultados obtidos que o Modelo 2 —
LSTM foi o mais consistente ¢ obteve o melhor desempenho
geral entre os quatro modelos testados.

Esse modelo apresentou os valores menores de RMSE, como
0.0171 para PETR4, e manteve baixos erros de previsdo para
todos os ativos. Destacou-se especialmente em ativos como
VALE3, com um R? de 0.9873, ¢ ITUB4, com R? de 0.9730.

O Modelo 1 — LSTM também apresentou um bom desempenho,
com R? elevados, variando entre 0.9446 e 0.9679, e valores de
RMSE relativamente baixos. No entanto, para VALE3, exibiu
um erro elevado de 0.04532, maior dificuldade na previsdo
desse ativo.

O Modelo 3 — DNN também apresentou um desempenho
solido, com RMSEs baixos e R? elevados, embora ligeiramente
inferiores ao Modelo 2 — LSTM. Por outro lado, o Modelo 4 —
Regressao Linear apresentou o pior desempenho, com RMSEs
significativamente mais altos e R? negativo para alguns ativos,
como VALE3 e BBDC4, revelando que esse modelo ndo
conseguiu capturar bem os padroes dos dados.
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Fig. 3. Comparacdo entre diferentes formas de integracdo de dados aplicadas a trés modelos de predi¢do: (1) LSTM sem retroalimentagdo, (2) LSTM com

retroalimentagdo e (3) Deep Neural Network (DNN).

TABLE V
RESULTADOS DAS METRICAS DE DESEMPENHO RMSE E R? PARA 0OS
MODELOS DE PREDICAO
Modelo 1 - LSTM Modelo 2 - LSTM
Ativo
RMSE R? RMSE R?
PETR4 0.01802 0.9677 0.0171 0.9707
VALE3 0.04532 0.9446 0.0216 0.9873
BBDC4 0.02358 0.9679 0.0224 0.9709
ITUB4 0.02285 0.9658 0.0202 0.9730
. Modelo 3 - DNN Modelo 4 — RL
Ativo
RMSE R? RMSE R?
PETR4 0.0180 0.9675 0.0742 0.4539
VALE3 0.0277 0.9792 0.2409 -0.5641
BBDC4 0.0223 0.9711 0.1809 -0.8869
ITUB4 0.0198 0.9742 0.0641 0.7309

Esses resultados refor¢am a superioridade dos modelos de
aprendizado profundo na previsdo dos precos das agdes quando
combinados com dados numéricos, indicadores técnicos e
informagoes textuais.

No periodo analisado, os ativos selecionados foram
impactados por diversos eventos econdmicos e politicos que
afetaram os mercados de commodities e o setor financeiro, tais
como: crise financeira global (2008-2009); boom das
commodities (2009-2011); a descoberta do Pré-sal e¢ os
investimentos na Petrobras (2007-2014); crise politica e
econdmica no Brasil (2014-2016); a tragédia de Brumadinho
(2019); a pandemia de COVID-19 (2020-2022); entre outros
eventos que refletiram nos resultados dos modelos para cada
ativo.

A empresa Vale apresentou maior volatilidade no prego de
suas acOes devido ao desastre da barragem de Mariana -MG
[16]. Podemos observar que os ativos enfrentam desafios

significativos devido a Hipotese de Eficiéncia dos Mercados
(HME). De acordo com a HME [38], [39], os pregos das acdes
refletem todas as informacdes disponiveis e seu ajuste a novas
informagdes ¢ instantineo. Porém suas limitagdes e as
ineficiéncias observadas no mercado sugerem que, em pratica,
os mercados podem ndo ser completamente eficientes. Assim,
possibilitando a previsdo de precos de ativos, pois tem
informagdes que ndo refletem imediatamente.

A teoria classica da economia (HME) assume que os agentes
econdmicos sdo racionais ¢ que desvios dessa racionalidade sdo
anomalias. Em contraste, a economia comportamental
argumenta que a racionalidade humana ¢ limitada e que as
decisdes econdmicas sdo influenciadas por uma variedade de
fatores, incluindo aspectos emocionais, sociais, econdmicos,
cognitivos e culturais[40], [41], [42], [43].

Desta forma, as séries historicas e os indicadores técnicos sao
potenciais recursos para previsio do comportamento e
movimento dos pregos das agdes, mas as informagdes de
noticias (dados textuais), apresentam resultados eficientes, com
potenciais ganhos nas previsdes.

B. Simulacdo do Investimento

Com base nos experimentos realizados, selecionamos o
Modelo 2 — LSTM e duas combinagdes de dados: Combinacao
4 (Stock Data + IT: IFR, MMS, MME) e Combinagao 5
(Google News + Twitter + IFR + MMS), que apresentaram o
melhor desempenho entre as opg¢des analisadas. Também foi
incluida uma comparacdo das simulacdes utilizando os modelos
1 ¢ 3 com a combinacao 5.

Para avaliar a aplicabilidade no mercado real, desenvolvemos
uma estratégia de investimento baseada nas previsoes do
modelo. Sempre que o modelo indicasse alta para o proximo
dia, uma compra era realizada na abertura do pregdo seguinte,
desde que n3o houvesse uma posi¢do ja comprada. Caso a
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posicdo ja estivesse em carteira, ela era mantida. Se o modelo
previsse queda e houvesse uma posi¢do comprada, a venda era
efetuada na abertura do pregdo seguinte; caso contrario,
nenhuma operacao era realizada.

Consideramos um capital inicial de R$ 10.000.00 e
realizamos a simulagdo apenas nos dados de teste dos modelos,
ou seja, utilizando exclusivamente os 20% dos dados ndo
empregados no treinamento. Esse conjunto cobre o periodo de
23/10/2019 a 16/09/2022, incluindo a fase de maior volatilidade
do mercado devido a pandemia de Covid-19. Os custos
operacionais nao foram considerados nas simulagdes.

Para comparagdo, adotamos a estratégia de investimento Buy
& Hold, na qual o investidor adquire o ativo no inicio do
periodo e mantém a posi¢do até o final [13]. Os resultados
obtidos com as diferentes estratégias sdo apresentados na
Tabela VI.
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Utilizamos duas combinag¢des de dados: a Combinagéo 4 (Stock
Data + IT (IFR + MMS + MME)) e a Combinagdo 5 (Google
News + Twitter + IFR + MMS). Os resultados para o modelo 2
indicam que, para a acdo PETR4, a estratégia baseada na
Combinagdo 4 apresentou o melhor retorno, atingindo 75.05%,
enquanto a Combinagdo 5 obteve 34.27%, ambos superando o
Buy & Hold, que teve um retorno de 7.39%. No caso de VALE3,
o desempenho da estratégia foi semelhante ao investimento
passivo, com retornos de 54.43% e 31.14%, respectivamente, para
as Combinagodes 4 ¢ 5, em comparagdo aos 54.89% do Buy &
Hold. Para os ativos BBDC4 ¢ ITUBA4, a estratégia mostrou-se
mais eficiente na reversdo de perdas. Enquanto o Buy & Hold
resultou em retornos negativos de -34.47% e -33.32%, a estratégia
baseada na Combinagdo 5 conseguiu reverter esses prejuizos,
alcangando retornos positivos de 43.83% para BBDC4 e 22.50%
para ITUBA4.

TABLE VI
RESULTADO DA SIMULAGAO DE INVESTIMENTO, EM REAIS (R$), COMPARANDO OS ATIVOS ANALISADOS COM DUAS ESTRATEGIAS: BUY& HOLD E
UMA ESTRATEGIA BASEADA EM MODELOS DE PREDICAO

Buy & Hold Retorno Estratégia Retorno Estratégia Retorno
. Y(R$) Buy & Hold (Modelo 2) Estratégia (Modelo 2) Estratégia
Ativo (%) (R9) (%) (R$) (%)
Investimento direto na acio R$ Combinacéo 4 Combinacéo 5
PETR4 10,739.39 7.39% 17,504.55 75.05% 13,426.86 34.27%
VALE3 15,489.48 54.89% 15,442.85 54.43% 13,114.02 31.14%
BBDC4 6,553.20 -34.47% 12,441.31 24.41% 14,383.19 43.83%
ITUB4 6,0668.49 -33.32% 7,050.50 -29.50% 12,249.94 22.50%
Buy & Hold Retorno Estratégia Retoryn(? Estratégia Retorflo.
. (RS) Buy & Hold (Modelo 1) Estratégia (Modelo 3) Estratégia
Ativo (%) (R9) (%) (RS) (%)
Investimento direto na acio R$ Combinacéo 5 Combinacao 5
PETR4 10,739.39 7.39% 11,475.02 14.75% 11,965.57 19.66%
VALE3 15,489.48 54.89% 12,456.36 24.56% 14,403.46 44.03%
BBDC4 6,553.20 -34.47% 8,607.81 -13.92% 7,550.06 -24.50%
ITUB4 6,068.49 -33.32% 6,080.85 -39.19% 11,147.27 11.47%

O Modelo 2 - LSTM com retroalimentagdo apresentou, de
forma geral, o melhor desempenho nas simula¢des. Podemos
observar na Tabela VI a estratégia baseada na combinagdo 5 para
os modelos 1 € 3. O Modelo 1 — LSTM sem retroalimentagao teve
retornos mais modestos, especialmente para o ativo ITUB4 com
um retorno negativo de -39,19%, com um bom desempenho para
PETRA4 de 14.75%, mas limitou-se na captura de dependéncias de
longo prazo. Ja o Modelo 3 — DNN demonstrou boa capacidade
de modelar relagdes ndo lineares, especialmente em VALE3
44.03% e ITUB4 11.47%, ainda que seus resultados ndo tenham
superado consistentemente os do Modelo 2.

Os resultados obtidos reforcam o potencial da utilizagdo de
modelos baseados em aprendizado profundo, como o Modelo 2 -
LSTM com retroalimentagdo, para estratégias de previsdo e
tomada de decisdo no mercado financeiro, especialmente quando
combinados com indicadores técnicos e dados textuais. Embora o
desempenho financeiro varie conforme o ativo e as condigdes de
mercado, a abordagem proposta demonstrou capacidade de
superar estratégias tradicionais como o Buy & Hold em diversos
cenarios, sobretudo em ativos com tendéncia negativa. Dessa
forma, o estudo contribui para a compreensdo das aplicagdes
praticas de modelos preditivos no contexto de investimentos,
destacando a importancia da escolha adequada de modelos e da
selecdo das variaveis utilizadas na previsdo, além de reforca o

papel das informacdes textuais na melhoria das decisdes no
mercado financeiro, conforme o ativo analisado.

V. CONCLUSAO

Esta pesquisa investigou o comportamento de ativos do
mercado aciondrio brasileiro por meio da integracdo de dados
numéricos ¢ dados textuais, para prever o preco de fechamento
das agdes no dia seguinte, utilizando técnicas de processamento
de linguagem natural para andlise de sentimentos. Foram
realizados experimentos com os ativos PETR4, VALE3, BBDC4
e ITUB4, empregando os modelos Long Short Term Memory
(LSTM), Deep Neural Network (DNN) e Regressao Linear (RL),
a fim de avaliar a eficiéncia dessa abordagem.

Os modelos baseados em LSTM se mostraram mais adequados
para a previsdo dos ativos, com &nfase para o Modelo 2 que obteve
os valores menores de RMSE (de 0.0171 PETR4) e altos valores
de R? (entre 0.9707 e 0.9873), enquanto o Modelo 4, baseado em
regressdo linear, teve desempenho limitado e ¢ menos indicado
para esse contexto. O Modelo 3, basecado em DNN, mostrou
potencial em casos especificos, mas cuidado de consisténcia geral.

O mercado acionario brasileiro, possui caracteristicas distintas
de mercados mais maduros. Isso limita as possibilidades de
generalizagdo dos modelos para outros contextos e ativos,
especialmente para aqueles que exibem comportamentos
diferentes dos analisados. Como observado nos resultados dos
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modelos propostos, os comportamentos dos ativos variaram de
acordo com a situagdes que afetaram os setores analisados e os
impactos internos e externos da economia.

Os resultados da simulag@o mostraram que a estratégia baseada
em aprendizado profundo obteve retornos superiores ao
investimento passivo para a maioria dos ativos analisados,
evidenciando o potencial do modelo para otimizagdo de decisdes
no mercado financeiro.

O estudo apresenta limitagdes que podem impactar a
generalizagdo dos resultados, como a influéncia do periodo
analisado (2008-2022), inclui a pandemia de Covid-19, um evento
atipico que pode ter influenciado os padrdes do mercado. Além
disso, possiveis ruidos nos dados textuais, auséncia de custos
operacionais, sensibilidade dos modelos a eventos extremos de
cada ativo.

Os experimentos futuros podem incluir variacdes
macroecondmicas, como inflagdo e PIB, para avaliar seu
impacto na previsao de ativos, além de aprimorar o Modelo 2
(LSTM) com novos pardmetros e explorar ativos de baixa
rentabilidade.
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