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A Mobile Application for Driver’s Drowsiness
Monitoring based on PERCLOS Estimation

G. Soares, D. de Lima, and A. de Miranda

Abstract—Vehicular accidents caused by driver drowsiness
involve about 7,000 people/year in Brazil, only on federal
highways, and cause psychic damage and traumatic stresses
for both the victims involved and their families. Drowsiness is
characterized by reduced level of vigilance and concentration,
which are essential during driving activity. Due to this adversity,
many applications of drowsiness detection had been continuously
developed through electrical body signals to alert the driver
at the time when sleepiness is identified, such as heart rate
variability (HRV) and electroencephalogram (EEG). Although
these methods work, the use of electrodes in the driver’s body
is highly invasive. Therefore, we propose a drowsiness detection
system based on driver’s real time video capture, by estimating
the percentage of eyelid closure over a period, without any
contact device. Since the use of smartphones has been growing
in the last decade, the system has been implemented in a mobile
phone even with memory and processing limitations. Processing
reduction procedures were developed to improve the application
performance, such as the reduction of the region of interest and
the limitation of the search window, which increased by 93.09%
the number of frames per second and allowed the application to
operate smoothly.

Index Terms—Driver monitoring, Drowsiness detection, Per-
centage of eyelid closure (PERCLOS).

I. INTRODUÇÃO

A ampliação do uso de veículos pela sociedade moderna
desperta uma enorme preocupação sobre o tema da segu-

rança dos condutores. Os acidentes que envolvem veículos são
responsáveis por prejuízos diversos e, sobretudo, constituem
uma das maiores fontes mundiais de tragédias. As principais
causas de acidentes podem ser divididas em dois grupos.
O primeiro conjunto consiste de causas evitáveis, como a
falta de atenção, o uso de telefone durante a condução e a
falta de experiência com a direção. Essas causas podem ser
erradicadas com o aprimoramento do sistema de ensino e
educação de trânsito. O segundo grupo é composto por fatores
incontroláveis, como condições fisiológicas, que são passíveis
de monitoramento. Inclui-se, neste grupo, a sonolência que,
embora seja de difícil prevenção, é passível de fiscalização
[1].

Nos últimos anos, sistemas de detecção de sonolência vêm
sendo desenvolvidos por equipes de pesquisa das principais
fabricantes de veículos. Entretanto, essas tecnologias estão
sendo implementadas em novas frotas fabricadas, sobretudo
em veículos com maiores funcionalidades, o que exclui os
automóveis antigos e de linha inferior. Logo, isso abre um
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universo de possibilidades para novas abordagens de identi-
ficação de sonolência baseadas em sistemas de baixo custo,
os quais consistem de tecnologias que realizam leituras de
comportamentos do motorista, da forma como ele dirige e de
seus sinais fisiológicos [2].

Nesse contexto, sistemas baseados em visão computacional
se tornaram uma excelente alternativa para monitorar e identi-
ficar características da sonolência por parte do condutor. Emb-
ora os algoritmos de detecção exijam bastante processamento
da unidade central de processamento, sobretudo em imagens
com grandes resoluções [3], o que resulta na diminuição do
número de quadros por segundo do vídeo, nós propomos
métodos de melhoria de performance baseados na redução da
região de interesse da busca de características e na limitação do
intervalo de expansão dessa região. Dessa forma, conseguimos
validar os resultados e aplicar a tecnologia em um dispositivo
móvel.

Sendo assim, este trabalho apresenta uma aplicação de
monitoramento da sonolência e do adormecimento em uma
plataforma de dispositivos móveis, com base no monitora-
mento contínuo do comportamento das pálpebras e dos ol-
hos do motorista segundo o parâmetro da porcentagem de
fechamento da pálpebra (PERCLOS) [4]. Essa aplicação é
projetada para operar em qualquer tipo de veículo, uma vez
que usa somente recursos do smartphone e não requer nenhum
custo adicional relacionado aos hardwares. Dadas as limitações
que um smartphone possui, este trabalho aborda e resolve três
desafios relacionados à implementação de um algoritmo de
identificação de sonolência em dispositivos móveis: otimiza-
ção de processamento, gerenciamento de oclusão em imagens
e análise do estado dos olhos em cada quadro.

Este trabalho está organizado como segue: antes de in-
troduzir nosso sistema de identificação de sonolência, uma
breve apresentação do estado da arte é feita na Seção II. A
Seção III expõe a metodologia usada na aplicação, onde são
feitas descrições dos procedimentos que compõem a análise
do comportamento dos olhos do motorista em cada quadro.
Na Seção IV são apresentados os resultados quantitativos e
qualitativos de cada procedimento, os quais são discutidos e
comparados com outros trabalhos da literatura. Por fim, as
conclusões gerais do trabalho e as perspectivas de trabalhos
futuros são dadas na Seção V.

II. TRABALHOS RELACIONADOS

A detecção de sonolência é um dos grandes desafios dentro
da área dos sistemas avançados de assistência ao condutor
(ADAS). As principais pesquisas relacionadas são agrupadas
e baseadas em três tipos de sinais na caracterização da
sonolência: fisiológicos, veiculares e comportamentais [2].
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O primeiro grupo é composto por procedimentos que usam
sinais elétricos do corpo humano como dados de entrada
para o sistema de estimação [5]. Os sinais biomédicos são
extremamente úteis para coletar informações da resposta do
corpo durante o ciclo da sonolência, como a variabilidade do
batimento cardíaco (HRV) [6] e sinais cerebrais provenientes
de eletroencefalogramas (EEG) [7], [8], [9]. Os métodos
baseados nos sinais elétricos biológicos apresentam índices
de precisão elevados, no entanto, são limitados ao ambiente
do laboratório de pesquisa, visto que a aquisição dos sinais da
atividade elétrica exige a aplicação de eletrodos em regiões do
corpo humano [10].

Por conta da invasividade na aquisição de sinais elétricos de
motoristas, métodos de identificação de sonolência baseados
em informações do veículo foram criados para avaliar o
estado do condutor com base em parâmetros como velocidade
[11], aceleração e frenagem [12], posição na faixa [13] e
angulação do volante [14]. Embora essa abordagem não seja
desconfortável, ela é considerada lenta para prever o estado
de sonolência [15].

Com a melhoria e a redução do tamanho de câmeras
e unidades de processamento, procedimentos fundamentados
em comportamentos do motorista se tornaram populares.
Geralmente, esses sistemas são compostos por câmeras para
aquisição de imagem do ambiente interno do veículo. As
imagens são processadas com o objetivo de identificação de
atividades praticadas por motoristas, como o bocejo [16] e,
especialmente, o piscar dos olhos [17], [18]. Por meio do mon-
itoramento dos estados dos olhos é possível calcular a duração
e a frequência das piscadas, como também os seus tempos
de abertura e fechamento. A porcentagem de fechamento
da pálpebra sobre a pupila ao longo do tempo (PERCLOS)
[4], usada neste trabalho, identifica o sintoma de sonolência
caracterizado pela lentidão da abertura dos olhos durante o
piscar e é considerada uma das medidas mais promissoras de
vigilância em tempo real para os sistemas de detecção de
sonolência [10], [19], [20]. Essa métrica vem sendo usada
em pesquisas recentes, como as de [21] e [22], sobretudo
por conta da popularização dos smartphones. Em [23], tem-se
a fusão de informações sobre a fisiologia do motorista, por
meio de sinais de eletrocardiografia, o indicador PERCLOS
[4] e a velocidade do veículo, estimada por meio dos sensores
inerciais do telefone, para avaliar o nível de sonolência do
motorista.

III. METODOLOGIA

Inicialmente, nesta seção, os principais procedimentos para
a criação da aplicação são apresentados. Em seguida, cada
método é descrito minuciosamente em tópicos sucessivos na
mesma ordem em que as funções são executadas no programa.

A. Visão Geral do Sistema

O sistema desenvolvido neste trabalho, ilustrado na Figura
1 é composto por sete etapas sequenciais. Inicialmente, a
imagem é recebida pela câmera e tem sua resolução reduzida
para 640x480 pixels, com o intuito de diminuir a quantidade
de pontos a serem analisados durante o processo de detecção

da face, de olhos abertos e de olhos fechados. Em seguida
a imagem é pré-processada para criar um ambiente em que
as características são facilmente identificáveis e um modelo
de identificação de face é empregado. A partir da região da
face é aplicado o método de extração da área dos olhos,
que conta com operações geométricas para reduzir a área da
face em uma área ao redor dos olhos, representada por um
retângulo. Posteriormente esse retângulo é passado para um
sistema preditor (filtro de Kalman) [24] para que a área dos
olhos seja rastreada mesmo em situações de oclusão parcial
da face, e este é o local onde os modelos propostos de
identificação de olhos abertos e de olhos fechados operam.
Por fim, as ocorrências de olhos abertos e fechados em cada
frame são contabilizadas para a estimação do PERCLOS [4] e
os modelos de identificação de sonolência e de adormecimento
avaliam o estado do condutor em intervalos específicos de
tempo.

B. Aquisição e Pré-processamento da Imagem

A aquisição e o pré-processamento da imagem representam
o recebimento e o tratamento dos quadros para criar um ambi-
ente favorável para a detecção de características. A aquisição
da imagem é feita pela câmera frontal do smartphone em sua
resolução natural e é redimensionada para 640x480 pixels. Em
seguida, os canais da imagem são transformados em escala de
cinza e seus contrastes são elevados por meio da equaliza-
ção do histograma. Finalmente, a imagem redimensionada e
tratada é enviada para o modelo de identificação de faces.

C. Identificação da Face do Condutor

A busca pela face é feita em toda a imagem para identificar a
área que corresponde ao rosto do motorista. É usado o método
de detecção do OpenCV [25] que se baseia no conceito de
aplicar detectores em uma janela deslizante que percorre toda
a imagem. A identificação da face é um processo discreto, que
é efetuado em cada quadro do vídeo, e resulta em uma área
retangular circundante ao rosto.

D. Extração da Área dos Olhos

A detecção de olhos abertos e fechados é um procedi-
mento que exige uma janela de buscas com tamanho muito
pequeno (na faixa de 20x20 pixels), visto que os olhos se
encontram em uma resolução pequena dentro da área da face.
Por esse motivo, o número de operações de busca deve ser
relativamente alto, o que reduz substancialmente o valor de
quadros por segundo da aplicação [16], [26], [27]. Para reduzir
o número de operações de busca, nós propomos a redução da
área de interesse da face em uma área próxima aos olhos.
Esse procedimento redimensiona a área retangular da face em
uma área retangular próxima dos olhos por meio das seguintes
equações

Eyesy = Facey +
FaceH
5, 2

, (1)

Eyesx = Facex +
FaceW

8
, (2)
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Fig. 1. Estrutura do sistema proposto.

Fig. 2. Extração e mapeamento da região de interesse ao redor dos olhos.

EyesH =
FaceH

3
, (3)

EyesW =
FaceW
1, 32

, (4)

onde Eyesx e Eyesy são os pontos iniciais nas coordenadas
x e y, respectivamente, e EyesW e EyesH são a largura
e a altura da área dos olhos. As constantes nas divisões
são determinadas conforme a área resultante, a qual deve
selecionar corretamente a região dos olhos. O resultado dessa
operação é ilustrado na Figura 2, onde a área grande é a face
identificada e a área pequena é a região dos olhos resultante
das equações 1-4.

E. Rastreamento da Área dos Olhos
Em situações normais de condução, existem muitos fatores

que impactam negativamente no processo de identificação da

face, como o excesso ou a falta de iluminação e a movimen-
tação da cabeça do motorista. Nos eventos em que a face não é
identificada, a extração da região de interesse e a classificação
do estado dos olhos não é possível. Uma vez que a posição do
rosto não muda abruptamente em quadros consecutivos [28], é
possível estimar a região de interesse. É proposto um modelo
de predição da região dos olhos baseado no filtro de Kalman
linear [29] para estimar a movimentação da área dos olhos
mesmo quando a face do motorista se encontra oculta. Dessa
forma, as situações de oclusão são superadas e é possível
classificar os estados dos olhos mesmo que parte da face esteja
oculta.

1) Definição do Estágio de Predição: assim como em [28]
e em [30], o modelo do sistema de predição é dado por

xk+1 = Axk + wk, (5)

onde A é a matriz de transição dos estados, wk é o ruido de
processo que é assumido como ruído gaussiano branco aditivo
e xk é o vetor de estado, composto pelos pontos do vértice
do retângulo da área de interesse e pelas velocidades no eixo
x e y e descrito por

xk = [x1,k, y1,k, x2,k, y2,k, ẋk, ẏk]
T , (6)

onde x1,k e y1,k formam o ponto inicial da região de interesse,
o que é ilustrado na Fig. 2 como Eyesx,y . Os parâmetros x2,k

e y2,k representam o ponto final Eyesx+w,y+h, enquanto ẋk

e ẏk representam as velocidades de movimentação da área de
interesse no eixo x e y, em um quadro k. O vetor de medição
zk é estabelecido como

zk = [x1,k, y1,k, x2,k, y2,k]
T . (7)

A etapa de predição começa na estimação dos estados
segundo o modelo adotado pela matriz de transição de estados
e na obtenção das medições dos pontos da região de interesse
como
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Fig. 3. Exemplos de falhas na detecção da face e operação do modelo de
estimação para o rastreamento da área dos olhos.

x̂k+1|k = Ax̂k|k, (8)

ẑk+1|k = Hx̂k|k, (9)

2) Definição do Estágio de Correção: o estágio de correção
é iniciado com o cálculo do ganho de Kalman, que é usado
para ponderar entre os estados previstos e os estados medidos.

Kk+1 = Pk+1|kH
T (HPk+1|kH

T +R)−1. (10)

A matriz de ruído de medição Ỹ analisa o resíduo entre a
medição e a estimação como

Ỹk+1 = Zk+1 −HX̂k+1|k. (11)

A segunda etapa do estágio de estimação consiste na atual-
ização da matriz de estados estimada

X̂k+1|k+1 = X̂k+1|k +Kk+1Ỹk+1. (12)

Por fim, a matriz de covariância P é atualizada como

Pk+1|k+1 = (I −Kk+1H)Pk+1|k. (13)

A Fig. 3 apresenta situações em que o detector de face falha
e a área dos olhos é estimada segundo o modelo proposto.
As falhas podem acontecer devido à iluminação excessiva,
ocultação da face, posicionamento da face com angulação
lateral, entre outros. Nessas situações, o detector de olhos
opera exclusivamente na área rastreada.

Fig. 4. Imagens usadas para o treinamento do detector de olhos abertos.

F. Identificação de Olhos Abertos

Este trabalho propõe o treinamento específico de detectores
baseados em descritores de textura do tipo local binary pattern
(LBP) [31].

Dois identificadores são aplicados na região rastreada: um
de olhos abertos e semiabertos e outro de olhos fechados.
Para identificar olhos abertos e semiabertos, nós treinamos
um detector com amostras específicas para esse propósito. Ao
todo, o conjunto de dados criado contém 5330 imagens de
olhos abertos, o que correspondem às amostras positivas e
estão ilustradas na Fig. 4. Os olhos são extraídos de imagens
provenientes dos conjuntos de dados de [32] e de [33], em
posições frontais ou com pequenos graus de angulação, sendo
que a resolução de todas as amostras é de 100x50 pixels. A
Fig. 4 apresenta uma pequena parte do conjunto de dados. As
imagens negativas contêm elementos presentes no cenário de
busca que não devem ser classificados como positivos. São
usadas 6000 imagens de elementos da face como boca, nariz,
queixo, sobrancelha, bochecha, testa e, principalmente, olhos
fechados. O treinamento proposto é feito pelo classificador
Gentle Adaboost com os descritores do tipo LBP, que é
caracterizado pela pequena complexidade computacional [34],
[35] e é eficaz em identificações com baixa luminosidade [36].
O treinamento é realizado para identificar amostras mínimas de
20x10 pixels em um número total de 8 estágios. Assim como é
feito na detecção da face, a janela de busca onde os detectores
de olhos abertos são aplicados é limitada inferiormente e
superiormente para diminuir a quantidade de operações por
parte do algoritmo e elevar a performance do aplicativo.

G. Identificação de Olhos Fechados

O procedimento de identificação dos olhos fechados é
semelhante à identificação dos olhos abertos. No total, 918
figuras de olhos fechados, com qualidade adequada, foram
adquiridas. As amostras passaram pela operação de ajuste
do gamma, que consiste na alteração do brilho original da
imagem. O gamma foi ajustado em 0,7 e em 1,1, visto
que as imagens originais possuem níveis de brilho elevado.
Essa operação, representada pela Fig. 5, tem como objetivo
aumentar a generalização do sistema de classificação dos olhos
fechados, uma vez que a iluminação natural da imagem varia
segundo a posição da câmera e o horário do dia. O conjunto
de dados com imagens positivas originais e ajustadas totaliza
2754 amostras, onde uma pequena amostra é ilustrada na
Fig. 6. 5330 imagens negativas extraídas de [32], [33], [37]
representam imagens de elementos da face, como nariz, boca,
queixo, sobrancelha e olhos abertos. As imagens no formato
.jpg com resolução de 80x40 pixels são enviadas para o
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Fig. 5. Correção do gamma para a variação de luminosidade das amostras
de olhos fechados.

Fig. 6. Imagens usadas para o treinamento do detector de olhos fechados.

modelo de classificação baseado no algoritmo Gentle Adaboost
e são treinadas com descritores visuais LBP.

H. Estimação da Sonolência e do Adormecimento

O indicador PERCLOS [4] é definido como a porcentagem
de fechamento da pálpebra sobre a pupila ao longo de um
período específico. De forma prática, o PERCLOS calcula
a proporção de tempo em que a pálpebra cobre pelo menos
80% da pupila [2], [4] e nota-se que esse valor é superior em
indivíduos sonolentos [38]. Esse parâmetro é considerado um
dos métodos visuais não-invasivos mais efetivos na estimação
de sonolência [39], [15].

Embora existam métodos contínuos para a estimação do
PERCLOS [2], [40] que trabalham com a geometria dos
olhos, a análise discreta em função da detecção da ocorrência
de olhos abertos e fechados é amplamente usada [17], [41],
[42] por conta de sua simplicidade e precisão. Nos métodos
discretos, a proporção de tempo em que os olhos se encontram
fechados em um período específico é calculada por meio da
média da ocorrência de olhos fechados sobre a ocorrência total
de olhos nesse período como

PERCLOSj =
1

n

∑n
i=1 closedeye∑n

i=1 closedeye +
∑n

i=1 openeye
, (14)

onde closedeye e openeye representam a ocorrência de olhos
fechados e olhos abertos, respectivamente, em um quadro i
dentro de um intervalo n. O grau de sonolência está dire-
tamente relacionado ao valor do PERCLOS [38], uma vez
que indivíduos sonolentos apresentam lentidão na abertura e
fechamento dos olhos durante as piscadas, o que resulta no
aumento do período em que os olhos ficam fechados [42].
Com isso, espera-se que a ocorrência de olhos fechados em
condutores sonolentos seja superior à ocorrência de olhos
fechados em motoristas vigilantes.

O sistema proposto é separado em duas fases. Na primeira
fase, é feita a avaliação da sonolência em um período de tempo
longo, de aproximadamente 60 segundos. A segunda fase é
proposta para avaliar o adormecimento repentino, evento em

Fig. 7. Estrutura do sistema de monitoramento da sonolência do condutor. O
smartphone é fixado com a parte frontal virada para o motorista por meio de
um suporte preso ao para brisa.

que o condutor ignora os alertas de sonolência e continua di-
rigindo até adormecer e perder todos os sentidos relacionados
à condução segura. Esta fase é avaliada em um curto intervalo
de tempo, aproximadamente a cada 2 segundos.

IV. EXPERIMENTOS E RESULTADOS

A. Descrição do Sistema

O sistema de monitoramento da sonolência e do adormec-
imento consiste, basicamente, de um smartphone com um
suporte de alocação ao para-brisa do veículo, ilustrados na
Fig. 7. A versão mínima do Android compatível com a
aplicação é a 4.1.x, a qual possui uma API com valor 16.
Neste trabalho, especificamente, é usado o telefone Motorola
Z-Play, que conta com processador Cortex-A53 octa-core 2,0
Giga-hertz, memória RAM de 3 Gigabytes, câmera frontal de
5 Megapixels com resolução máxima de 1920x1080 pixels e
taxa de quadros por segundo máxima de 30, uma unidade
de processamento gráfico Adreno 506 e uma bateria de 3300
mAh. Todos os testes são operados no sistema operacional
Android 7.1.1 (Nougat). A aplicação apresenta consumo médio
de 26% do processador e de 48 MB de memória. O consumo
de carga elétrica da bateria com a aplicação em operação é de,
aproximadamente, 550mAh, com o brilho em 30% e as opções
de wi-fi e de internet móveis ligadas. Sendo assim, a autonomia
da aplicação é de até 6 horas em smartphones com capacidade
de bateria elevada. A taxa de quadros por segundo média
obtida após os procedimentos de melhoria da performance é
de 23,412 frames por segundo, ou seja, o algoritmo adquire e
processa os quadros, em média, a cada 42,71 milissegundos,
o que é muito aceitável para a estimação do PERCLOS [28].

B. Experimentos para Melhoria da Performance

Neste trabalho, nós focamos essencialmente na redução de
operações que os procedimentos de detecção da face e dos
olhos realizam. É feito um experimento para avaliar a melhora
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TABELA I
PERFORMANCE DOS MÉTODOS SEGUNDO AS LIMITAÇÕES DA JANELA DE

BUSCA

Limitação Inferior Limitação Superior Quadros por segundo
30x30 Nenhuma 15,427 ± 0,412

100x100 140x140 29,789 ± 0,527

de desempenho na limitação da área inferior e superior da
janela de buscas da face. Ao aplicar esse método, faces
são identificadas somente em um intervalo de pixels, mas
efetuam um número inferior de operações. O experimento
proposto realiza buscas por faces em duas situações: com e
sem limitação da janela de buscas. São feitas análises de 20
segundos de vídeo gravados com resolução de 640x480 pixels,
onde são analisados o número de quadros por segundo para
avaliar o desempenho por meio da média e do desvio padrão
dos quadros por segundo apresentados em cada uma das
situações. Na primeira, é efetuada a busca pela face do con-
dutor com limitação inferior padrão de 30x30 pixels, ilustrada
pela parte superior da Fig. 8. Na segunda situação, proposta
neste trabalho, é aplicada a limitação inferior de 100x100 e
a superior de 140x140 pixels, na qual permite-se identificar
faces em 50 à 100 centímetros da câmera, distância suficiente
para monitorar o motorista com o smartphone alocado em um
suporte no painel ou no para-brisa do veículo. O resultado
visual da limitação está ilustrado na porção inferior da Fig.
8. A implementação desse procedimento aumenta o valor de
quadros por segundo da aplicação, os quais são apresentados
na Tabela I.

Os resultados apontam que o valor médio da performance
do procedimento de limitação da janela de busca é 93,09%
superior ao mesmo parâmetro do método com a limitação
padrão inferior de 30x30 pixels. A importância do número
elevado de quadros por segundo está ligado diretamente à taxa
de amostragem em que os olhos são buscados na imagem. Uma
vez que as piscadas duram poucas centenas de milissegundos,
é desejável receber imagens com um período de amostragem
pequeno para que as ocorrências de olhos fechados sejam
perfeitamente capturadas. Em média, a aplicação deste método
reduz o período de amostragem de 64,82 para 33,56 milisse-
gundos, se tornando essencial para que o processamento seja
direcionado aos detectores de olhos.

Em complementação ao método de limitação do tamanho
da janela de busca da face, é extraída a área dos olhos
para diminuir a quantidade de operações que o algoritmo de
detecção dos olhos efetua. O procedimento proposto neste
trabalho é avaliado por meio de um experimento onde os
detectores de face, de olhos abertos e de olhos fechados são
aplicados. Esse experimento é dividido em duas fases. Na
primeira fase, os detectores de olhos são aplicados na área total
da face e a performance da aplicação é avaliada por meio do
valor da média e do desvio padrão dos quadros por segundos
apresentados. Na segunda fase, o mesmo procedimento é
aplicado na região extraída dos olhos, onde a porção inferior
e superior da face são descartadas. A análise é praticada em
34 segundos de vídeo para cada fase e os resultados são
apresentados na Tabela II.

TABELA II
PERFORMANCE DA APLICAÇÃO SEGUNDO A ROI

Área de Busca Quadros por Segundo
Face 20,792 ± 0,433

Olhos 23,412 ± 0,345

TABELA III
INDIVÍDUOS PARTICIPANTES DOS EXPERIMENTOS

Sujeito Idade Gênero Cor dos Olhos
A 24 Mulher Azul Claro
B 48 Mulher Azul
C 26 Mulher Castanho
D 21 Homem Castanho claro

É notável a diminuição do valor de quadros por segundo
com os três detectores de olhos em operação. A aplicação
dos detectores de olhos na área da face reduz a performance
do sistema em aproximadamente 30%, quando comparada
somente com a busca pela face. Com esse FPS, o período
de aquisição de imagens se expande para 48 milissegundos.
Com a diminuição da área da face em 74,25%, a aplicação
dos detectores na região dos olhos proporciona melhoria na
performance de 12,60%, o que resulta em um período de
aquisição de 42 milissegundos. Esse valor é o resultado dos
dois métodos propostos para a diminuição do número de
operações que o algoritmo de busca realiza: limitação da
janela de busca da face e extração da região dos olhos.
Em comparação com [28], que obteve 9,5 de fps usando
um sistema de processamento completamente dedicado, nossa
aplicação possui performance 246,44% superior.

É importante salientar que a aplicação não consegue fun-
cionar com a resolução de 640x480 pixels sem esses proced-
imentos, uma vez que o tempo de processamento se torna
demasiadamente elevado.

C. Experimentos para a Avaliação dos Detectores de Olhos

A avaliação da performance dos detectores de olhos do
nosso sistema é feita por experimentos com 4 indivíduos, os
quais possuem idades diferentes e são compostos por três
mulheres e um homem. As descrições dos indivíduos são
ilustradas na Tabela III. A importância de analisar diferentes
cores de olhos está no fato de que a iluminação do sol causa
sensibilidade em olhos mais claros. Com isso, indivíduos com
olhos claros tendem a fechar parte da pálpebra continuamente
para sofrerem menos com os efeitos, o que pode influenciar
no processo de classificação do estado dos olhos. Os exper-
imentos são baseados na análise dos seguintes parâmetros:
verdadeiro-positivo (TP), falso-positivo (FP), falso-negativo
(FN) e verdadeiro-negativo (TN), os quais são usados para
o cálculo da precisão, revocação, F–measure e acurácia. A
realização dos experimentos é feita em um período diurno,
entre 13:00 e 13:30, em um ambiente ensolarado, uma vez
que é desejável registrar os efeitos da iluminação excessiva
na contração das pálpebras. A descrição específica dos exper-
imentos é feita nas subseções a seguir.

1) Avaliação do Detector de Olhos Abertos: a avaliação do
detector de olho aberto e semi-aberto é feita em uma sequência
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Fig. 8. Identificação da face com limitação inferior da janela de buscas de 30x30 pixels (cima). O mesmo procedimento é realizado com limitações entre
100x100 e 140x140 pixels (baixo).

TABELA IV
RESULTADOS DA DETECÇÃO DE OLHOS ABERTOS

Sujeito TP TN FP FN
A 409 31 0 60
B 433 20 0 47
C 470 20 0 10
D 474 15 0 11

TABELA V
PERFORMANCE DO DETECTOR DE OLHOS ABERTOS

Sujeito Precisão Revocação F – Measure Acurácia
A 100,00 87,21 93,16 88,00
B 100,00 90,21 94,85 90,60
C 100,00 97,92 98,95 98,00
D 100,00 97,73 98,85 97,80

de 500 quadros consecutivos de cada indivíduo participante
do teste. É pedido para que os indivíduos tenham orientação
voltada para a pista em um ambiente onde o veículo se
encontra parado por conta da segurança. A Tabela IV apresenta
os resultados de detecção por meio da análise dos 500 quadros.

É notável um acréscimo no número de falsos negativos
dos indivíduos A e B. Isso acontece por conta da contração
dos músculos dos olhos em razão da alta luminosidade solar.
Indivíduos com olhos claros possuem dificuldade em per-
manecer com os olhos amplamente abertos nesse tipo de
ambiente. Com isso, é visto que o detector tem dificuldade
para classificar corretamente os olhos semi-abertos de sujeitos
com sensibilidade. Por outro lado, o número de falsos positivos
é apresentado como nulo em todo o experimento, sendo isso
justificado pelo treinamento preciso dos detectores, sobretudo
para o aspecto negativo do treinamento. Os resultados da
avaliação quantitativa são ilustrados na Tabela V.

A precisão perfeita em todos os indivíduos é justificada pela
ausência de classificações com falsos positivos. Essa é uma
consequência do uso de imagens de elementos do rosto no
treinamento negativo do detector, como testa, sobrancelha e
olhos fechados.

2) Avaliação do Detector de Olhos Fechados: a avaliação
do detector de olho fechado é feita em 100 quadros para
cada indivíduo da Tabela III. É gravado um vídeo com a
aplicação operando com o detector de olho fechado, onde são

Fig. 9. Detecção de olhos abertos (representados pelos retângulos verdes) em
quadros consecutivos dos indivíduos B e D.

TABELA VI
RESULTADOS DA DETECÇÃO DE OLHOS FECHADOS

Sujeito TP TN FP FN
A 62 22 3 13
B 50 15 0 35
C 47 32 0 21
D 60 15 0 25

Fig. 10. Exemplo de fechamento incompleto dos olhos durante uma piscada
do indivíduo C.

TABELA VII
PERFORMANCE DO DETECTOR DE OLHOS FECHADOS

Sujeito Precisão Revocação F – Measure Acurácia
A 95,38 82,67 88,57 84,00
B 100,00 58,82 74,07 65,00
C 100,00 69,12 64,00 79,00
D 100,00 70,59 82,76 75,00

analisadas as ocorrências dos parâmetros de qualidade para a
construção do resultado quantitativo. Os resultados de detecção
são apresentados na Tabela VII.

O detector de olhos fechados apresenta um número elevado
de classificações falsamente negativas, pois os indivíduos pos-
suem dificuldade para fechar os olhos completamente durante
as piscadas em ambientes iluminados, o que é ilustrado pela
Fig. 10. Os resultados da avaliação quantitativa são exibidos
na Tabela VII.

D. Experimentos na Medição do PERCLOS

Para avaliar o indicador PERCLOS e suas alterações em
condutores sonolentos, nós propomos um experimento em que



200 IEEE LATIN AMERICA TRANSACTIONS, VOL. 17, NO. 2, FEBRUARY 2019

é pedido para o condutor simular uma situação de condução
em dois estados diferentes: vigilante e sonolento. Em um
primeiro momento são extraídas 10 amostras, as quais pos-
suem 1 minuto cada, de PERCLOS de um condutor vigilante,
que se encontra acordado há duas horas após ter dormido por
sete horas. Cada amostra consiste de um minuto de vídeo,
totalizando dez minutos de análise. A segunda avaliação é
composta por um condutor que se encontra acordado há 18
horas. Os resultados são apresentados na Fig. 11.

Os resultados apontam que o PERCLOS do indivíduo sono-
lento é maior ao do indivíduo vigilante em todas as amostras.
Essa discrepância é justificada pela velocidade da pálpebra
durante as piscadas. Na simulação do condutor vigilante, é
notado que os olhos fechados são identificados em 2 ou 3
quadros no decorrer de cada piscada. Por outro lado, a simu-
lação do condutor sonolento aponta que a aplicação identifica
5 ou 6 quadros de olhos fechados em sequência. Por esse
motivo, a média do PERCLOS de um condutor sonolento é
209,78% superior a de um vigilante.

1) Modelo de Estimação de Sonolência: o modelo de
estimação da sonolência tem como base os resultados do
experimento do PERCLOS, ilustrados na Fig. 11. É tomada
a média do PERCLOS das amostras em que o indivíduo se
encontra sonolento e este valor é definido como o limiar entre
o estado de vigilância e o estado de sonolência. A Equação
15 apresenta o modelo proposto.

Alerta =

{
1, se PERCLOS > 0.0493,

0, senão.
(15)

A cada intervalo de 1 minuto é feita a avaliação do PER-
CLOS no modelo de sonolência. Se o condutor apresentar o
nível de PERCLOS superior ao limiar, é enviado um comando
para acionar o alerta sonoro por meio do alto falante do
smartphone. Esse alerta possui intensidade moderada e exerce
a função de orientar o condutor para estacionar o veículo em
um local seguro para descansar.

2) Modelo de Estimação de Adormecimento: é proposto
um modelo de estimação de adormecimento que tem como
objetivo monitorar o condutor em intervalos pequenos de
tempo para identificar episódios de adormecimento. O modelo
idealizado, apresentado na Equação 16, recorre aos valores
altos de PERCLOS para identificar o sintoma de fechamento
contínuo dos olhos. Nos episódios em que o condutor per-
manece com seus olhos fechados por um período superior
a 80% do intervalo de 1.5 segundo, é emitido um alerta
sonoro de alta intensidade que permanece acionado enquanto
o motorista continuar com os olhos fechados.

Alerta =

{
2, se PERCLOS > 0.8,

0, senão.
(16)

Um experimento é idealizado para avaliar o período de
emissão do alerta sonoro. São simuladas 10 situações de
adormecimento das quais é extraído o tempo entre a primeira
ocorrência de olhos fechados e o momento em que o alerta
sonoro é emitido. Esse experimento é esboçado na Fig. 12.
O alerta de adormecimento é efetuado em todas as amostras
analisadas, com um tempo médio de, aproximadamente, 2

segundos. Esse alerta sonoro, de alta intensidade, é mantido
enquanto o sistema continua a identificar a sonolência do
motorista.

V. CONCLUSÃO

Neste trabalho, nós apresentamos um sistema de moni-
toramento da sonolência e do adormecimento do condutor
por meio de uma aplicação que opera usando os recursos
dos smartphones. Nossa abordagem inicia na identificação da
face com aplicação de limitações no tamanho da janela de
buscas para melhorar a performance. Em seguida, a região de
interesse é reduzida para a área dos olhos e é rastreada para
gerenciar situações de oclusão. A classificação dos estados dos
olhos opera na área rastreada para a medição do indicador
PERCLOS, que é usado para prever o estado de atenção do
motorista, isto é, vigilante, sonolento ou adormecido.

Resultados experimentais mostram que o nosso método
de avaliação do condutor baseado no parâmetro PERCLOS
é capaz de diferenciar o estado de vigilância do estado de
sonolência, o que só é possível graças aos métodos de melhoria
da performance que geram um acréscimo considerável de
quadros por segundo. Por ser uma aplicação que opera em
smartphones, não é necessário a instalação de nenhum com-
ponente dedicado no veículo, uma vez que todos os recursos
usados são do aparelho. Além disso, por conta da popularidade
dos smartphones e pela facilidade de se instalar um aplicativo,
nossa aplicação pode atingir um público alvo de diversas
camadas sócio-econômicas e em diferentes regiões do planeta.

Nos próximos trabalhos, nós pesquisaremos métodos de
ajuste de iluminação em ambientes claros e escuros, com o in-
tuito de melhorar as performances das detecções nesses locais.
Outro ponto a ser trabalhado é a integração de informações do
veículo, como a velocidade instantânea, para evitar que alertas
desnecessários sejam emitidos.
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