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Abstract—Mobile/wireless networks aim to support diverse
services with numerous and sophisticated requirements, such as
energy efficiency, spectral efficiency, negligible latency, robustness
against time and frequency selective channels, low hardware
complexity, among others. From the central station to the base
stations, radio-over-fiber orthogonal frequency division multi-
plexing (RoF-OFDM) schemes with direct-detection are then
implemented. Unfortunately, laser phase noise, chromatic fiber
dispersion, and carrier frequency offset impair the orthogonality
of the subcarriers; hence, deteriorating the performance of the
RoF-OFDM system. In order to take all the processing tasks
to the cognitive level (the last goal in the telecommunication
industry), various extreme learning machines (ELMs), composed
by only a single hidden layer, have been recently adopted
as equalizers. The reason behind this trend comes from the
lower computational complexity, higher detection accuracy, and
minimum human intervention of the ELM algorithms. In this
article, we introduce a multilayer ELM-based receiver for RoF
schemes transmitting phase-correlated OFDM signals affected by
phase and frequency errors. Results report that by appropriately
setting the hyper-parameters of the multilayer ELMs, the ELM
with 3 hidden layers outperforms most of the ELMs reported
in the literature (the ELM with 2 hidden layers, original ELM,
regularized ELM, and 2 fully-independent ELMs defined in the
real domain), as well as the benchmark pilot-assisted equalizer
in terms of bit error rate. Nevertheless, this benefit comes with
excessive computational cost. Finally, we show that the fully-
complex ELM is still the best equalizer taking into account
several key metrics.

Index Terms—Adaptive equalizers, extreme learning machines,
frequency offset, orthogonal frequency division multiplexing,
phase noise, radio-over-fiber systems.

I. INTRODUCCIÓN

Durante las últimas décadas, la industria de telecomuni-
caciones ha experimentado un crecimiento exponencial

tanto en número de usuarios como también en la demanda
de transmisiones de datos de alta velocidad [1]. Actual-
mente y con proyección futura, las redes celulares/móviles

D. Zabala-Blanco pertenece al Centro de investigación de estudios avan-
zados del Maule (CIEAM), Vicerrectorı́a de investigación y postgrado, Uni-
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(5G/WiGig) deben ser caracterizadas por confiabilidad, ren-
tabilidad económica y ubicuidad en el acceso [2], [3]. Todas
estas exigencias son oportunamente abordadas por los sistemas
de radio over fiber (RoF) transportando señales orthogonal
frequency division multiplexing (OFDM) [4].

Los sistemas RoF están constituidos por una estación cen-
tral, la red de distribución óptica, estaciones bases y numerosas
terminales móviles. En esta tecnologı́a se combinan y explotan
los siguientes medios de propagación: la fibra óptica (la cual
se destaca por su baja atenuación y gran ancho de banda) y la
transmisión de señales inalámbricas con frecuencias mayores
a 5 GHz (la cual se destaca por su extensa cobertura y
baja potencia de transmisión requerida) [5]. La integridad de
la transmisión RoF es usualmente evaluada a través del bit
error rate (BER), definido como el número de bits erróneos
recibidos dada una secuencia de transmisión. El BER de un
sistema RoF depende de diversas fuentes de ruido: i) el térmico
y de disparo en el foto-detector; ii) la emisión espontánea
amplificada de los amplificadores en el enlace óptico; y iii)
los de intensidad relativa y de fase del oscilador óptico [1].
Adicionalmente, la combinación de los tonos ópticos en una
estación base resulta en la conversión de fase a amplitud. Por
lo tanto, la potencia de salida del ruido es aumentada por
la dependencia de la frecuencia modulada con el tiempo y
la dispersión inducida por la fibra [6]. En otras palabras, el
ruido resultante determina el lı́mite de la potencia de salida
dado un valor del BER [5]. Mientras que las no linealidades
(excluidas en este trabajo) restringen la potencia máxima
generada, transportada o recibida; y pueden ser originadas en
el modulador óptico, el canal óptico, los amplificadores ópticos
y el foto-detector [7]. Es ası́ que para la tecnologı́a RoF, la
adopción de sistemas de modulación y transmisión avanzados
(tal como OFDM) es altamente recomendable [2], [8].

OFDM es un método de modulación multi-portadora de
banda ancha que proporciona alta eficiencia espectral y robus-
tez contra la interferencia inter-sı́mbolo intrı́nseca en todo me-
dio de propagación [9]. Por su elevada tasa de transmisión, su
ecualización simple y sus técnicas de codificación/modulación
adaptativas, OFDM es considerado por otros estándares, entre
los que destacan: 5G [2], WiGig [3], visible light com-
munications [10] y passive optical networks [11]. Para la
comunicación exitosa de una señal OFDM, la ortogonalidad
entre sus subportadoras debe mantenerse entre la transmisión,
propagación y detección de cada uno de sus sı́mbolos. Des-
afortunadamente, la caracterı́stica de ortogonalidad puede ser
penalizada por el desplazamiento frecuencial [12]–[15] y el
ruido de fase [9], [11], [16] (presentes también en sistemas
RoF como se mencionó previamente), degradándose el BER.
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En la constelación de sı́mbolos, ambos impedimentos fı́sicos
ocasionan notorios efectos: (i) el intercarrier interference (ICI)
que produce una dispersión con comportamiento parecido
al ruido Gaussiano pero dependiente de la posición de la
subportadora; y (ii) el common phase error (CPE) que origina
una rotación invariante para todas las subportadoras [12], [13],
[17], [18]. Afortunadamente, cualquier receptor OFDM puede
mitigar eficientemente el CPE de forma simple y elegante
gracias a la técnica pilot-assisted equalization (PAE) [6], [9],
[12], [13], [16], [17], [19], [20], que viene a ser un proceso
obligatorio para estimar la respuesta al impulso del canal de
propagación. Para compensar el ruido de fase y/o desplaza-
miento frecuencial, diferentes métodos han sido reportados
[6], [18], [21]. Sin embargo, estas técnicas, aumentan la
complejidad del módem OFDM (por etapas especializadas)
o disminuyen la eficiencia espectral de la señal transmitida
(debido a pilotos especiales en un sı́mbolo OFDM o un
preámbulo temporal dentro de un paquete OFDM).

Por otra parte, existen algoritmos de aprendizaje automático
para ecualizar señales basadas en OFDM [22], [23]. Aunque
las redes neuronales artificiales sujetas al algoritmo de descen-
so de gradiente, las máquinas de soporte vectorial y las redes
neuronales con aprendizaje profundo han sido desarrolladas
positivamente en términos de desempeño, la intervención
del usuario y velocidad de aprendizaje son aún problemas
presentes. Dado que los pesos de la capa de entrada y los
sesgos de la capa oculta son generados aleatoriamente en la
extreme learning machine (ELM) estándar [24], su proceso
de entrenamiento se limita únicamente a la resolución de un
sistema lineal. En otras palabras, la ELM está caracterizada por
un tiempo de entrenamiento ı́nfimo gracias a la teorı́a detrás
de la matriz inversa generalizada de Moore-Penrose. Las ELM
estándar, definida en el dominio complejo y mejorada por la
inclusión del parámetro de regularización han sido propuestas
para recuperar transmisiones OFDM sujetas a canales ópticos
[16], [19], [25] o inalámbricos [26]–[28]. En comunicaciones
ópticas con detección directa o coherente, el impacto del ruido
de fase del láser [16], [19], la dispersión cromática de la
fibra óptica [16] y las no linealidades de la tecnologı́a RoF
[25] en el BER han sido minimizados a través de las ELM
mencionadas, que están compuestas solamente por una capa
oculta. Considerando la composición de un sı́mbolo OFDM
(varias subportadoras moduladas en fase y cuadratura, es decir
una suma de números complejos), la adopción de la ELM
compleja (ELM-C) como ecualizador muestra superioridad en
términos de efectividad y simplicidad [19]. Sin embargo, una
versión mejorada y/o extendida de la ELM-C no es realizable,
lo que puede limitar su capacidad de predicción.

Recientemente la ELM multicapa (ELM-M) ha sido pro-
puesta para mejorar la capacidad de generalización [29],
debido a que depende de las caracterı́sticas del conjunto de
datos de entrenamiento. La expansión del algoritmo ELM
es posible en un único proceso de aprendizaje gracias a la
ELM-autoencoder (ELM-AE) destinada para el aprendizaje de
representación de las múltiples capas, seguida de una capa final
con la ELM estándar orientada a la tarea de clasificación [30],
[31]. En este trabajo se introduce por primera vez la ELM-M
como ecualizador para redes RoF-OFDM susceptibles al ruido
de fase del láser, el efecto de la dispersión cromática de la fibra

y el desplazamiento frecuencial. Considerando información
estrictamente real y disponiendo de una capacidad de aprendi-
zaje similar a la ELM-C, la ELM regularizada (ELM-R) [16],
[27] se adopta como la base de la ELM-M. Las principales
contribuciones de la investigación son: i) la introducción de
la ELM-M para compensar el CPE e ICI debido a errores
frecuenciales y de fase, donde la ecualización se realiza en
tiempo real por la explotación de los pilotos OFDM como
muestras de entrenamiento; ii) la optimización numérica del
número de capas ocultas y neuronas por cada capa de la ELM-
M con el objetivo de maximizar el desempeño del sistema;
iii) la inclusión del impacto del desplazamiento frecuencial
en el BER de sistemas RoF-OFDM sujetos a ecualizadores
ELM, considerando que trabajos previos solamente se ocupan
de errores de fase [16], [19]; y iv) la competitividad en
términos del BER de la ELM de 3 capas ocultas respecto
a la ELM-C tomando en cuenta varios signal-to-noise ratios
(SNRs), desplazamientos frecuenciales, ruidos de fase del
láser, longitudes de fibra óptica y frecuencias milimétricas.

El resto del artı́culo está organizado de la siguiente forma.
En la Sección II se presenta el modelado del sistema RoF-
OFDM y se introduce el ecualizador basado en la ELM-
M. En la Sección III se optimizan numéricamente los hiper-
parámetros de acuerdo al número de capas de la ELM.
Además, se muestra la comparación del método propuesto,
tanto con el resto de las ELM reportadas en la literatura como
también con la técnica PAE en términos de rendimiento final
y simplicidad computacional. Finalmente, en la Sección IV se
exponen las conclusiones del manuscrito.

II. METODOLOGÍA

A. Modelo del Sistema

Los mayores problemas para la implementación de un
sistema RoF vienen a ser la dependencia proporcional de la
velocidad de los moduladores ópticos y el ancho de banda de
los foto-detectores con respecto a la frecuencia milimétrica de
operación [32]. Es ası́ que la detección directa es preferida
sobre la detección coherente, ya que además ocupa menos
componentes ópticos (más económica). En un sistema de RoF-
OFDM bajo detección directa, la señal eléctrica recibida por
el demodulador está dada por [12], [19]

y(t) = 2RE2
0x(t) exp{j[φ0+φdiff (t)+2π∆ft]}+r(t), (1)

donde: R denota la responsividad del foto-detector; E0 re-
presenta la amplitud del campo eléctrico del láser; x(t) =∑N−1

k=0 a(k) exp (j2πkt/T ) viene a ser la señal OFDM trans-
mitida en banda base siendo N el número de subporta-
doras, a(k) los sı́mbolos de la constelación tal que k =
0, 1, ..., N − 1 y T el perı́odo de sı́mbolo; y φ0 = 2π(fRF −
f0)τ representa una rotación invariante en tiempo y frecuencia
para los a(k) siendo función de la radio frequency (RF)
(simbolizada por fRF ), la frecuencia óptica central (f0=193.1
THz) y el parámetro que cuantifica el efecto de la dispersión
cromática de la fibra óptica (τ ). Mientras que φdiff (t) =
φ(t) − φ(t + τ) representa el ruido de fase diferencial,
donde φ(·) es un proceso Wiener con media nula y varianza
dependiente del ancho de lı́nea de la portadora óptica central
(∆ν); ∆f es el desplazamiento frecuencial; y r(t) denota
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Fig. 1. Diagrama de bloques del sistema RoF-OFDM donde las deficiencias y las soluciones son resaltados con el color rojo y verde, respectivamente. S/P:
conversión de serial a paralelo, FFT: fast Fourier transform, PC: prefijo cı́clico, P/S: conversión de paralelo a serial, CDA: convertidor digital a analógico y
CAD: convertidor analógico a digital.

el additive white Gaussian noise (AWGN) que cuantifica los
ruidos térmico y de disparo originados por los procesos de
foto-detección y banda base. Todas las etapas desde la estación
central hasta una estación base (x(t)→ y(t)) son ilustradas en
la Fig. 1 y son descritas matemáticamente en [17]. Además, se
muestran los espectros de las señales transmitida y recibida de
manera de distinguir claramente los efectos del ruido de fase
del láser, la dispersión cromática de la fibra, el desplazamiento
frecuencial y el AWGN. Para mayor información de estos
efectos en el dominio frecuencial refiérase a [14], [17], que
por la propiedad de linealidad de la transformada de Fourier
pueden ser concatenados. Finalmente, nótese que τ y por
ende (1) tienen sentido siempre y cuando el ancho de banda
de la señal OFDM en banda base sea mucho menor que la
RF , donde τ = DLfRF c/f

2
0 siendo D =16.75 ps/nm-km

el parámetro de dispersión, L la distancia de transmisión y
c = 3× 108 m/s la velocidad de la luz en el vacı́o [6], [8].

Considerando señales ópticas de potencia controlada por
fines prácticos (R=1 A/W y E0=

√
0. 5 V/m), excluyendo

el término φ0 debido a que puede ser eliminado totalmente
a través de una simple multiplicación por un exponencial
complejo y uniendo los términos φdiff (t) y ∆f ya que ambos
producen CPE e ICI en los puntos de constelación [12], [13],
[17], [18], la expresión (1) adquiere la forma siguiente

y(t) = x(t)h(t) + r(t), (2)

donde h(t) = exp{j[φdiff (t) + 2π∆ft]} se puede interpretar
como el efecto de la respuesta al impulso del sistema RoF-
OFDM. Como se observa, la señal recibida está contaminada
por ruidos de fase, frecuencial y amplitud, todos inducidos por
h(t) y/o r(t).

Está señal (y(t)) es digitalizada a través de una frecuencia
de muestreo, paralelizada por medio de N subportadoras,
acotada en términos del prefijo cı́clico y demodulada por la

transformada rápida de Fourier, ver el receptor OFDM de
la Fig. 1. Entonces, el sı́mbolo de constelación kmo a ser
ecualizado resulta como [16]

a(k) = a(k)θ(0) +

N−1∑
m=0,m6=k

a(m)θ(k −m) + r(k), (3)

donde θ(0) se refiere al término CPE, la suma del segundo
término condensa el ICI y r(k) denota el AWGN en la
subportadora kma. θ(m) está definido como [19]

θ(m) =
1

N

N−1∑
n=0

exp{j[h(n) + 2πnm/N ]}, (4)

donde h(n) es consecuencia de la digitalización de h(t).
Como se ve en (3) y como se mencionó en la Sección I, la
tecnologı́a OFDM está tı́picamente afectada por el ruido de
fase y el desplazamiento frecuencial, ampliándose entonces
la motivación y contribuciones del presente trabajo a todo
sistema de comunicaciones en base a OFDM.

B. Ecualizador Basado en la ELM Multicapa
En un sı́mbolo OFDM, ciertas subportadoras, conocidas

como pilotos (ap(k)), son señales de referencia destinadas a
realizar exitosamente el proceso de demodulación (compensar
ruidos, interferencias, no linealidades, entre otros [6], [9], [12],
[13], [16], [17], [19], [20]). A través de su interpolación lineal
(por aceptable eficiencia y mı́nima complejidad), la distorsión
en las subportadoras de datos (ad(k)) se reduce sı́mbolo por
sı́mbolo considerando un canal excesivamente variante en el
tiempo [9]. Este procedimiento viene a ser el método de
ecualización de referencia y como se mencionó en la Sección
I es conocido como PAE.

Considerando la ELM-R para mitigar el efecto de la dis-
persión cromática de la fibra en sistemas de RoF-OFDM



ZABALA-BLANCO et al.: MULTILAYER EXTREME LEARNING MACHINE AS EQUALIZER IN OFDM-BASED 1793

Fig. 2. (a) ELM-AE para la primera capa de la ELM multicapa donde sus entradas y salidas corresponden a las componentes de los pilotos recibidos
(<{ap(k)} y ={ap(k)}). (b) Entrenamiento del ecualizador basado en la ELM-M a través de las señales de referencia (ap(k) y ap(k)).

[16] o canales selectivos en frecuencia transportando sı́mbolos
OFDM [27], en este artı́culo se introduce un receptor ELM-M
para aumentar la tolerancia de la tecnologı́a OFDM al ruido
de fase diferencial (φdiff ) y al desplazamiento frecuencial
(∆f ). Se adopta está variante de ELM, ya que es viable su
expansión a una ELM con muchas capas ocultas, debido a
que las muestras de entrenamiento/testeo pertenecen al plano
real, y además presenta una relación efectividad/complejidad
competitiva a la ELM-C [19]. Con el fin de reforzar la
capacidad de aprendizaje, la estructura de la ELM-M está dada
por dos entradas, varias capas ocultas (cada una constituida
por una cierta cantidad de neuronas) y dos salidas, ver Fig. 2.
Para trabajar con entradas y salidas estrictamente reales, los
sı́mbolos de constelación son descompuestos en sus compo-
nentes de fase (<{·}) y cuadratura (={·}). Evidentemente, los
pilotos y las subportadoras de datos se asignan a las etapas
de entrenamiento y testeo, respectivamente (uso de la ELM
en tiempo real) y la ecualización se realiza para cada sı́mbolo
OFDM (canal variante en el tiempo).

El entrenamiento de la ELM-M está dividido estructural-
mente por dos diferentes etapas: representación jerárquica de
caracterı́sticas no supervisadas (ELM-AE [30]) y clasificación
de caracterı́sticas supervisadas (ELM estándar [24]). Para la
ELM-AE los datos de entrada son usados como datos de salida
de manera de poder realizar un aprendizaje no supervisado.
En la fase inicial, las entradas originales se descomponen en
múltiples capas ocultas y las salidas de la capa anterior se
utilizan como las entradas de la capa actual. La ELM-AE se
construye capa por capa simplemente siguiendo una estructura
jerárquica. Matemáticamente, la salida de cada capa oculta
puede ser representada como [29], [31]

Hi = g[(βi)
THi−1], (5)

donde Hi es la salida de la capa ima, g(·) denota la función
de activación de las capas ocultas y βi representa la matriz de
pesos entre las capas. La capa de entrada sucede para i−1 = 0
y Hi−1 viene a representar las entradas de la ELM-M, es decir
los pilotos recibidos de la señal OFDM en sus componentes
de fase y cuadratura (<{ap(k)} y ={ap(k)}), ver Fig. 2(a).
Excluyendo el subı́ndice i por fines de simplicidad, β está
dado por [16]

β = H†X =

{
(HTH)−1HTX TS > L

HT (HHT )−1X TS ≤ L
, (6)

donde H = [h1, ..., hTS ] son las salidas de la capa oculta de
la ELM-AE (TS simboliza el número de muestras de entre-
namiento, es decir: el número de pilotos OFDM), † significa
el operador asociado a la inversa generalizada Moore-Penrose
de una matriz, X = [x1, ..., xTS ] son los datos de entrada
y salida de la ELM-AE (entrenamiento no supervisado) y L
denota al número de nodos ocultos. Nótese que se descarta el
parámetro de regularización en la determinación H† por fines
de simplicidad. De acuerdo a la teorı́a de la ELM, los pesos (u)
y sesgos (v) de los nodos ocultos son generados aleatoriamente
en base a una función de densidad de probabilidad y están
sujetos a la condición de ortogonalidad [29] (con el propósito
de aumentar el rendimiento general de la ELM), es decir [31]

h = g(ux+ v) sujeto a uTu = I y vT v = 1, (7)

donde u = [u1, ..., uL] es el peso aleatorio ortogonal, v =
[v1, ..., vL] representa el sesgo aleatorio ortogonal entre los
nodos de entrada y los nodos ocultos e I corresponde a la
matriz identidad. En la segunda etapa (ELM estándar), la
salida de las conexiones (γ) entre la última capa oculta y
los nodos de salida (<{ap(k)} y ={ap(k)}, la información a
priori conocida en la estación base) se calcula analı́ticamente
recurriendo al método de mı́nimos cuadrados regularizados
[16], ver Fig. 2(b). Es importante hacer notar que todos los
trabajos previos respecto a ecualizadores basados en la ELM
para los sistemas basados en OFDM [16], [19], [25]–[28] se
circunscriben solamente a la segunda etapa de la propuesta
(entrenamiento supervisado) [24], estancándose potencialmen-
te el rendimiento de los demoduladores.

Después que la ELM-M es entrenada, está es usada para ob-
tener los sı́mbolos de constelación corregidos (ad(k)) usando
obviamente el conjunto de testeo (ad(k)). Como se observa,
el pre-entrenamiento basado en el modelo de canal (tı́pico en
ecualizadores basados en otras redes neuronales artificiales
[22], [23]) no es necesario gracias a la rápida velocidad de
aprendizaje de la ELM y la explotación oportuna de los pilotos
OFDM como muestras de entrenamiento.

III. RESULTADOS Y DISCUSIÓN

En base a las referencias [6], [9], [16], [19], [20], los
parámetros utilizados para la señal RoF-OFDM son: tasa de
transmisión (10 Gbps), número de subportadoras de datos
(112) y referencia (16), duración del prefijo cı́clico (1/10 del
perı́odo de sı́mbolo), tasa de muestreo (100 Gsps) y formato de
modulación de subportadora (quadrature phase shift keying).
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El BER es estimado vı́a simulaciones Monte Carlo con el
método de conteo directo de errores, es decir: 10 corridas de
104 bits son desarrolladas de manera de obtener un intervalo de
confianza del 99 % para BERs mayores o iguales a 10−4 [17].
Como en trabajos previos [6], [11], [16], se adopta un lı́mite
forward error correction (FEC) de 3.8×10−3 y se excluye la
codificación del canal por simplicidad.

A. Optimización Numérica de la ELM Multicapa

Considerando que el AWGN provoca una dispersión uni-
forme y circular en los sı́mbolos de la constelación y que el
ICI y CPE son resultado de la susceptibilidad de los sistemas
OFDM a los errores de fase y/o frecuencia, la optimización por
fuerza bruta de la ELM-M se realiza en ausencia de AWGN
y en términos del desplazamiento frecuencial para un enlace
punto a punto (ruido de fase diferencial nulo). Para la ELM
propuesta se originan los pesos de entrada (u) y sesgos (v) por
medio de una distribución uniforme definida en el intervalo
[-1,1] [19] y se adopta la función de activación sigmoide:
g(x) = 1/[1 − exp(−x)], ya que está asegura el éxito del
entrenamiento de la ELM [24].

Inicialmente, para la ELM de una sola capa oculta, el
BER como función del desplazamiento frecuencial normali-
zado (∆fT ) con el número de neuronas como parámetro se
muestra en la Fig. 3. Como se esperaba, el desempeño del
sistema empeora a medida que el error frecuencial aumenta.
Teniendo en cuenta el lı́mite FEC, el aprendizaje de la ELM
resulta ser superior e inferior para 8 y 16 neuronas ocultas,
respectivamente. Cuando los nodos en la capa oculta superan
las muestras de entrenamiento (> 16), el BER tiende a ser
invariante al número de neuronas ocultas. Nótese que está
ELM corresponde a la ELM-R excluyendo el parámetro de
regularización [24].

Fig. 3. Para la ELM estándar, el BER vs. el desplazamiento frecuencial con
el número de neuronas ocultas como parámetro.

Con el fin de aumentar la tolerancia de la señal OFDM a
los efectos CPE e ICI, el BER resultante de un ecualizador
ELM de dos capas ocultas en términos de sus números de
nodos para diferentes errores frecuenciales se presenta en la
Fig. 4. En base a los resultados de la Fig. 3, ∆fT= 0.075,
0.150 y 0.225 son elegidos para obtener a priori un desempeño
del sistema cercano al lı́mite FEC. En la situación que la
cantidad de neuronas de las 1ra y 2da capas ocultas sobrepasa

el doble de muestras de entrenamiento (> 2 × 16), el BER
es minimizado e independiente a la arquitectura de la ELM.
Caso contrario, el desempeño del sistema es deteriorado y no
guarda relación lineal con los números de neuronas de la ELM
de dos capas ocultas. Comparando los resultados optimizados
de las Figs. 3 y 4, la introducción de la ELM-M como
ecualizador adquiere relevancia incuestionable. Por ejemplo,
para el valor de ∆fT =0.15, el log10(BER) corresponde a
-2.6 y -3.8 usando la ELM monocapa y de dos capas ocultas,
respectivamente.

Para una ELM conformada de 3 capas ocultas, la Fig. 5
despliega el BER como función de la cantidad de neuronas
en las capas ocultas fijando el desplazamiento frecuencial
normalizado a 0.15 (valor optado por fines demostrativos).
En general, con respecto a la ELM de dos capas ocultas
sub-óptima, el desempeño del sistema es mejorado levemente
cuando las 1ra, 2da y 3ra capas ocultas tienen neuronas
mayores al doble de los datos de aprendizaje (> 2 × 16),
considerar Fig. 4(b) y Fig. 5. En este caso, además, el BER
tiende a ser invariante a la arquitectura de la ELM. Sı́ la
cantidad de neuronas ocultas de la ELM es menor a 32, el
BER es severamente deteriorado, con excepción de ciertas
combinaciones. En consecuencia, se puede inferir que la
minimización del BER se va estancando para receptores ELM
formados por tres o más capas ocultas.

B. Rendimiento Comparado
En esta sub-sección, las ELM introducidas son comparadas

en términos del desempeño del sistema con el método PAE
[6], [9], [12], [13], [16], [17], [19], [20] (incluido en todo
demodulador OFDM por propósitos de mitigación de la in-
terferencia inter-sı́mbolo) y las ELM encontradas en el estado
del arte: dos ELM reales e independientes (2ELM-RI) [19],
ELM-C [19] y ELM-R [16], [28]. Para las ELM-M con una
capa oculta (ELM-M1), con dos capas ocultas (ELM-M2) y
con tres capas ocultas (ELM-M3), los números de neuronas
corresponden a sus valores sub-óptimos: 8, 40/40 y 40/40/40,
respectivamente (ver sub-sección III-A). Para las otras redes
neuronales artificiales, se adoptan los hiper-parámetros que
maximizan la capacidad de aprendizaje del algoritmo ELM
(ver Sección 5 de [19] para las 2ELM-RI y ELM-C y sub-
sección 4.1 de [16] para la ELM-R).

La Fig. 6 muestra el BER en términos del SNR con el
método de ecualización como parámetro (ver marcador de
la lı́nea) para ∆fT=0.075 y ∆fT=0.15 (ver estilo de la
curva). Se emula un external cavity laser (ECL) caracterizado
por 100 kHz de ancho de lı́nea (∆ν) (láser relativamente
costoso) [32] y un producto de longitud de la fibra óptica por
frecuencia milimétrica (LfRF ) igual a 37.1×104 km-GHz [19]
(parámetro representativo para señales RoF-OFDM). Se adopta
el producto LfRF considerando fines generales de diseño, es
decir: evadir observaciones puntuales en una cierta RF o dis-
tancia de transmisión. Como era de esperar, el BER empeora
para los SNR bajos y/o errores frecuenciales altos. Respecto a
la efectividad de los ecualizadores se destaca lo siguiente: i) la
ELM-C descuella positivamente y la 2ELM-RI es totalmente
ineficiente (el lı́mite FEC nunca se alcanza); ii) la ELM-M3
muestra competitividad con la ELM-C (especialmente para
desplazamientos frecuenciales normalizados bajos y los SNR
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Fig. 4. Para diversos desplazamientos frecuenciales normalizados, el BER en términos de los números de neuronas de la ELM-M de 2 capas ocultas.

Fig. 5. El BER como función del número de neuronas para la ELM de tres
capas ocultas dado ∆fT=0.15.

Fig. 6. Considerando los ecualizadores basados en el algoritmo ELM y el
método PAE, el BER en términos del SNR para diferentes desplazamientos
frecuenciales normalizados. El ancho de lı́nea del láser es 100 kHz y el
producto distancia de transmisión y RF corresponde a 37.1×104 km-GHz.

bajos); iii) las ELM-M3, ELM-M2 y ELM-R son superiores
a la técnica de referencia (PAE); iv) las ELM-M2 y ELM-R
producen similares resultados; y v) al igual que la 2ELM-RI,
la ELM-M1 resulta ser desdeñable, ya que el método PAE es
superior a estas.

Fijando el desplazamiento frecuencial normalizado a 0.1,
las Figs. 7 y 8 revelan el BER contra el SNR con la técnica
de ecualización como parámetro para dos ruidos de fase de
láser (∆ν) y dos productos de distancia de transmisión y RF
(LfRF ), respectivamente. De acuerdo a los parámetros de la

Fig. 7. Considerando ∆fT=0.1 y LfRF =37.1×104 km-GHz, el BER en
términos del SNR con el método de ecualización como parámetro para dos
ruidos de fase de láser.

Fig. 8. Considerando ∆fT=0.1 y ∆ν= 1 MHz (un tı́pico DFB), el BER en
términos del SNR con el método de ecualización como parámetro para dos
productos de distancia de transmisión y RF.

señal RoF-OFDM expuestos al inicio de la sección actual, el
desplazamiento frecuencial resulta ser 4.54 MHz. Desde aquı́,
este valor es adoptado para considerar un escenario crı́tico
[21]. El parámetro LfRF corresponde a 37.1×104 km-GHz
[19] en la Fig. 7, mientras que el ancho de lı́nea del láser
resulta ser 1 MHz (valor común para un económico distributed
feedback laser (DFB) [32]) en la Fig. 8. Para los resultados
de la Fig. 8 y de acuerdo con experimentaciones propias, se
descarta el ECL con ∆ν=100 kHz para ilustrar el efecto del
incremento de la longitud de la fibra óptica y/o la frecuencia



1796 IEEE LATIN AMERICA TRANSACTIONS, VOL. 19, NO. 10, OCTOBER 2021

milimétrica en el BER. Prácticamente todas las observaciones
previas (ver párrafo anterior) sobre la efectividad de los
ecualizadores se repiten. Sin embargo, considerando las curvas
verdes y negras de las Figs. 6, 7 y 8, y recordando que el
desplazamiento frecuencial, el ruido de fase del láser o el
efecto de la dispersión cromática de la fibra producen los
mismos efectos en la constelación de sı́mbolos (CPE e ICI)
[12], [13], [17], [18], el comentario ii) se reescribe como sigue:
la ELM-M3 y ELM-C tienden a tener una igual efectividad,
en especial para los SNR bajos, y errores frecuenciales y
de fase pequeños (donde la curva del BER tiene forma de
cascada) y grandes (donde el log10(BER) es superior a -3.5).
Para la cuantificación de la pureza espectral y por ende la
relación entre los ruidos de fase y frecuencial, la adopción de
la métrica de ruido de fase de banda lateral única [9] a señales
RoF-OFDM con detección directa pudiera ser realizada. Sin
embargo, está tarea queda fuera del objetivo del presente
trabajo.

C. Análisis de Complejidad

Resulta importante analizar el costo computacional de las
ELM propuestas. La complejidad del proceso de ecualización
determina directamente la viabilidad fı́sica del sistema RoF-
OFDM con respecto al consumo de energı́a eléctrica y al
hardware requerido. En base a un procedimiento recurrente
y práctico reportado en investigaciones anteriores [14], [19],
[33], se desarrolla la comparación de la complejidad para los 7
métodos estudiados midiendo el tiempo promedio transcurrido
en el ecualizador (donde el módem OFDM exhibirı́a cambios).
Se utiliza el lenguaje de programación de alto nivel MATLAB
R2018a en un procesador Intel Core i5 con 2.6 GHz de
velocidad de reloj y 4 GB de memoria de acceso aleatorio
para obtener estos resultados. Se establecen los impedimentos
de prueba (∆fT=0.1, ∆ν=100 kHz, LfRF =37.1×104 km-
GHz y SNR=15 dB por fines demostrativos), se realizan 100
simulaciones y la media de la complejidad estimada se ilustra
en la Tabla I. Para el setup experimental desarrollado, la ELM-
C es más rápida que el resto de los ecualizadores. Por el
contrario, las ELM-M3 y ELM-M2 exhiben los tiempos de
procesamiento más crı́ticos, ya que ambas ocupan ELM-AE
para sus etapas de aprendizaje no supervisado. En conse-
cuencia, con respecto al ecualizador más simple (ELM-C), el
método de referencia (PAE) y las ELM propuestas (ELM-M1,
ELM-M2 y ELM-M3) presentan una penalidad computacional
de 1.35, 1.69, 50.78 y 74.14 veces, respectivamente. Debido a
la relación que existe entre el tiempo de entrenamiento (costo
computacional mayoritario en el ecualizador) y la arquitectura
de toda red neuronal artificial [22], [24], [30], [31], las
observaciones previas pueden ser rápidamente explicadas por
el número total de nodos (suma de las neuronas de entrada,
ocultas y de salida) de cada ecualizador ELM, ver Tabla I.
Nuevamente, se nota la simplicidad (4 nodos) y complejidad
(124 nodos) de la ELM-C y la ELM-M3, respectivamente.
Además, el tiempo de ecualización y conjunto de nodos de
las otras ELM exhiben correspondencias coherentes. Nótese
que la ELM-C descuella por su costo de implementación a
pesar de estar constituida por nodos pertenecientes al plano
complejo y como se mencionó al inicio de la sub-sección

III-B, los hiper-parámetros de las ELM son adoptados para
minimizar sus errores de aprendizaje.

TABLA I
EVALUACIÓN DE LA COMPLEJIDAD.

Método Tiempo de
ecualización (s)

Número total
de neuronas

PAE 0.0642 -
2ELM-RI 0.1348 2×(1+10+1)=24 ∈ R
ELM-C 0.0474 1+2+1=4 ∈ C
ELM-R 0.1408 2+24+2=28 ∈ R

ELM-M1 0.0803 2+8+2=12 ∈ R
ELM-M2 2.4069 2+40+40+2=84 ∈ R
ELM-M3 3.5145 2+40+40+40+2=124 ∈ R

IV. CONCLUSIONES

En este artı́culo, se introduce un ecualizador ELM constitui-
do por varias capas ocultas para reducir los efectos del ruido de
fase del láser, el efecto de la dispersión cromática de la fibra y
el desplazamiento frecuencial en los sistemas RoF-OFDM con
detección directa. Explotando los pilotos OFDM, los pesos y
sesgos aleatorios de la ELM-M se determinan en dos etapas:
aprendizaje supervisado para la última capa oculta, procedido
por aprendizaje no supervisado para el resto de capas ocultas.
La ELM de tres capas ocultas presenta resultados mejores
que las técnicas 2ELM-RI, ELM-R, ELM-M1, ELM-M2 y
PAE en términos del BER, siendo solamente superada por la
ELM-C. La desventaja de la ELM-M3 radica en su alto costo
computacional respecto al resto de ecualizadores. Por otra
parte, se demuestra que la ortogonalidad de las subportadoras
OFDM, y por ende el desempeño del sistema, son igualmente
afectadas por el error de fase o frecuencial.
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en Ingenierı́a Electrónica y de Radio de la Universi-
dad Kyung Hee, República de Corea en 2013. Desde
el 2013 es Profesor Asistente de la Universidad de
Chile. Entre sus intereses de investigación destacan:
sistemas basados en OFDM y SC-FDMA, sistemas
de comunicación en luz visible, comunicaciones
vehiculares, y técnicas de procesamiento de señal
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