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Abstract— The COVID-19 is a new disease, the infection can 

cause respiratory illness with symptoms such as cough, fever, and, 

in severe cases, pneumonia. Early diagnosis is crucial for the 

correct treatment to reduce as much as possible the stress in the 

healthcare system. The need for auxiliary diagnostic tools has 

increased as there are no accurate automated toolkits available. 

Application of advanced artificial intelligence techniques coupled 

with radiological imaging can be helpful for the accurate detection 

of this disease.  In this study, we have applied learning transfer to 

a convolutional neural network known as AlexNet for chest X-ray 

recognition between COVID-19 and Healthy. We have fine tunned 

AlexNet for our specific problem. The first layer, which works 

with color images, is replaced for images in a single intensity. 

11,312 chest X-ray images from six public databases were used to 

train the network. Among them are samples of healthy people and 

samples that present the effect of pneumonia and COVID-19 

diseases. The results prove that deep learning with chest X-ray 

images can extract significant biomarkers related to COVID-19, 

since the obtained accuracy, sensitivity, and specificity were 

96.5%, 98.0%, and 91.7%, respectively. Receiver operating 

characteristic analysis and confusion matrices are used to validate 

the results of the fine-tunned AlexNet network.  

 

Index Terms— AlexNet, Chest X-ray, Convolutional Neural 

Network, COVID-19, Deep Learning Transfer, Recognition.  

 
 

I.  INTRODUCCIÓN 

na enfermedad severa del sistema respiratoria fue 

recientemente reportada en Wuhan, Hubei provincia de 
China  [1], y para el 25 de enero de 2020, al menos 1,975 casos 

habían sido reportados desde que el primer paciente fue 

hospitalizado el 12 de diciembre de 2019, investigaciones 

epidemiológicas han sugerido que el brote estuvo asociado al 

mercado de comida del mar en Wuhan. Más tarde 

organizaciones médicas determinaron que se trataba de un 

nuevo genoma viral denominado 2019-nCoV (COVID-19), el 

cual está asociado con un coronavirus de humano y de 

murciélago. La infección por coronavirus sorprendió al mundo 

por su rápida expansión, al tener impacto en billones de 

personas [2]. Gracias al alto volumen de pruebas en máquinas 
de detección del COVID-19, se ha alcanzado hasta inicios de 

abril 1.4 millones de diagnósticos confirmados, 

desafortunadamente millones de pruebas son todavía necesarias 

[3]. 
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También se han realizado pruebas alternativas basadas en ácido 

nucleico y serología mediante tomografía computarizada (TC) 

[4, 5], ampliamente adoptados para probar casos COVID-19. 

Hasta la fecha la mayoría de herramientas de diagnóstico 

basadas en TC son desarrolladas en hospitales con equipos 

caros y donde se requiere la experiencia de radiólogos [6, 7]. La 

amplia disponibilidad de rayos X de pecho en diversos 
tratamientos para el cuidado de salud, los hace una atractiva 

opción para una rápido, exacto y menos caro diagnóstico de 

COVID-19. Actualmente, el problema es tener el grupo de 

radiólogos certificados capaces de diferenciar casos positivos 

de COVID-19, de otras enfermedades del pulmón, y de 

condiciones normales. En años recientes Deep Learning ha 

logrado un gran desempeño en el área de clasificación de 

imágenes médicas [8], los resultados son similares a los de un 

experto humano al resolver tareas como la clasificación en 

enfermedades de pulmón, detección de metástasis en cáncer de 

pecho, lesiones de la piel, identificar retinopatía diabética, 

Alzheimer, reconstrucción por imágenes de resonancia 
magnética y tomografías computarizadas. La detección de 

COVID-19 por medio de imágenes, es uno de los mayores retos 

alrededor del mundo.  

 En este estudio se demuestra que la transferencia de 

aprendizaje a la CNN AlextNet, ofrece una solución de bajo 

costo, rápida y automática, para proveer un diagnóstico 

relacionado con los síntomas causados por la enfermedad 

Coronavirus. Esto mediante la clasificación de imágenes de 

rayos X de pecho de personas en dos categorías (COVID-19, 

normal). Desde una perspectiva clínica y psicológica la 

neumonía causada por Covid-19 contiene un alto grado de 

similaridad con la neumonía tradicional [26-28].  

 

Las principales contribuciones en este trabajo son: 

 

1. Demostrar el desempeño de AlexNet en la clasificación 

de imágenes de rayos X de pecho con COVID-19. 

2. Con la transferencia de aprendizaje a la red AlexNet 

conseguimos un diagnóstico preciso de bajo costo, 

rápido y automático en la detección de COVID-19.  

3. A partir de seis bases de datos públicas [30-35] se 

construyó una colección de imágenes de rayos X con 
COVID-19. 

4. Para el problema de desequilibrio de datos [45-49], se 

emplea aumento de datos (augmented data) (AD) [46-

52].  

5. Se contrastan los resultados obtenidos en nuestro estudio 

con otros relacionados. 
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II. TRABAJOS RELACIONADOS 

Las imágenes médicas juegan un rol fundamental en la lucha 

global contra el COVID-19, esto abrió un nuevo reto para la 

comunidad de investigadores en el mundo. Trabajos recientes 

como el de Pereira et al. [49] incluyen análisis de rayos X de 
pecho que permiten discriminar entre neumonía por bacteria y 

neumonía viral, y han alcanzado una exactitud de 99.01%. 

Trabajos como el de Mohammad et al. [53] aplican aprendizaje 

profundo incluyendo redes generativas adversarias para 

acelerar el proceso de diagnóstico y tratamiento de COVID-19. 

Trabajos pioneros incluyen en su investigación TC [54, 55] para 

una detección precisa de COVID-19 basado en múltiples 

muestras de imágenes 3D. En contraste, en [56] y [57] se 

emplean rayos X, imágenes médicas más accesibles a una 

mayor parte de la población. Además, los rayos X están 

disponibles en la mayoría de los hospitales [58]. Un importante 

estudio lo realizó Abu et al. [59], en donde mencionan que, en 
situación de pandemia, también son útiles los dispositivos y 

técnicas tales como internet de las cosas (IoT), webcam, drones 

y robots inteligentes. Debido a la complejidad espacial de los 

rayos X, algunos trabajos adoptan el diagnóstico binario 

(COVID vs Sano) y clasificación multiclase (COVID vs Sano 

vs Neumonía) [55-58], [60-64]. Entre estos trabajos, está el de 

Ozturk et al. en el cual emplean el modelo DarkNet, que 

produce una exactitud en la clasificación de 98.08%. Trabajos 

enfocados en analizar distintos modelos de redes neuronales 

convolucionales son [47], [64-68] en los cuales muestran los 

resultados de la exactitud en la clasificación. En esa misma 
línea, Varshni et al. [10] analizaron imágenes de rayos X con 

infección en uno o ambos pulmones. En su estudio evalúan la 

funcionalidad de modelos de redes neuronales convolucionales 

pre-entrenadas como VGGNets, Xception, ResNet-50 y 

DenseNets, y de acuerdo con los resultados estadísticos, 

determinaron que el mejor resultado fue logrado con la 

arquitectura DenseNet-169 como extractor de características.  

Apostolopoulos et al. [9] en sus resultados sugieren que el 

aprendizaje profundo con imágenes de rayos X puede extraer 

significantes bio-marcadores relacionados con COVID-19, 

donde la exactitud, sensibilidad y especificidad obtenida es 

96.78%, 98.66% y 96.46%, respectivamente. Por otra parte, 
imágenes de ultrasonido de tiroides han sido empleadas por Sun 

J. et al. [11], quienes proponen un método automático basado 

en la red AlextNet para la localización y diagnóstico de lesiones 

benignas y malignas. Después del entrenamiento de la red con 

1,488 imágenes con la exactitud fue de 0.8159. 

La red neuronal convolucional AlexNet, ha sido empleada por 
A. Titoriya y S. Sachdeva [12] para diagnosticar cáncer de 

pecho y analizar imágenes histopatológicas, los autores 

utilizaron un conjunto de datos de 7,909 imágenes de 82 

pacientes para entrenar su modelo. Así mismo, F. Mashrur et al. 

[13] en su documento emplearon AlextNet para localizar 
características de fibrilación auricular en electrocardiogramas 

(ECG). Para entrenar la red, emplearon 5,655 lecturas de ECG, 

inicialmente extrajeron un espectograma por cada 30 segundos, 

y después lo convirtieron a imagen RGB con la transformada 

continua Wavelet. En sus estudios indican que su técnica 

alcanza 97.9% de exactitud, 98.9% de sensibilidad, y 90.7% en 

especificidad.  Estudios representativos del tema eliminación 

del virus COVID-19 en heces humanas están en [14-16]. 

Conjuntos de datos utilizados en investigación en la 

eliminación del virus en la orina y la sangre se pueden ver en 

[17], así como también información acerca de cómo el virus es 

transmitido [18-20]. Lo anterior expone claros ejemplo de cómo 

las redes neuronales convolutivas tienen impacto significativo 
en el análisis de imágenes médicas. 

 

 

III. DESCRIPCIÓN DEL CONJUNTO DE DATOS 

Actualmente un gran número de investigadores, hospitales y 

organismos de salud, han construidof bases de datos de 

imágenes médicas con información relacionada al COVID-19, 

como ejemplo Wang et al. [32] proporcionan una base de datos 

compuesta de 108,949 imágenes frontales de rayos X de 32,717 

pacientes (recolectadas de 1992 a 2015), estas imágenes están 

asociados con 8 patologías torácicas comunes: neumonía, 

neumotórax, efusión, cardiomegalia, masas, nódulos, 
infiltración y atelectasias. En este mismo sentido Irvin et al. 

presentan una base de datos de 224,316 de radiografías de rayos 

X de 65,240 pacientes con presencia de 14 síntomas [35].  

Con el fin de no infringir la confidencialidad del paciente, las 

imágenes de rayos X de pecho para este estudio, fueron 

recolectadas de seis bases de datos públicas representativas con 

muestras de COVID-19 [30]-[35], la estructura del conjunto de 

datos se muestra en Tabla I. 

 
TABLA I 

DESCRIPCIÓN DEL CONJUNTO DE DATOS 

Base de datos (COVID-19) + neumonía Normal 

Kermany et al. [30] 0+3,875 1,341 

Chowdhury et al. [31] 215+1,345 1,300 

Wang et al. [32] 0+2,562 3,044 

Cohen et al. [33] 517+3,418 1,266 

 Kaggle [34] 0+500 500 

Irvin et al. [35] 0+207,689 16,627 

Total 219,389 24,078 

 
Es necesario mencionar que las bases de datos existentes 

cuentan con un número limitado de imágenes de rayos X con 

COVID-19, con el fin de solucionar el desequilibrio de clases 

[37]-[45], se construyó una base con métodos de AD [46]-[52], 

donde fue necesario emplear sobre-muestreo aleatorio (random 

over-sampling) y bajo-muestreo aleatorio (random under-

sampling) [43]. Los métodos empleados para el AD se 

describen en la Tabla II.  

 

El desequilibrio de clases puede tomar varias formas, 

particularmente en el contexto de clasificación binaria 
(COVID-19 vs normal), comúnmente algunas de las clases 

pueden estar sobre-representadas o bajo-representadas, para 

esto, se emplean dos métricas de desequilibrio [36], la primera 

es denominada step imbalance, la cual se define en (1). 

 

 

𝜇 =
{𝑖∈{1...𝑁}: 𝐶𝑖 𝑒𝑠 𝑚𝑖𝑛𝑜𝑟𝑖𝑎}

𝑁
                       (1) 

    

Dónde Ci es un conjunto de ejemplos en la clase i, y N es el 
número total de clases.  
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El otro parámetro es el radio ρ [36] que será utilizado para 

indicar el nivel máximo desequilibrio entre clases, el cual se 

define en (2).   

 

𝜌 =
𝑚𝑎𝑥𝑖{𝐶𝑖}

𝑚𝑖𝑛𝑖{𝐶𝑖}
                                  (2) 

 

Dónde: Ci es un conjunto de ejemplos en la clase i, max{Ci} y 

min{Ci} son el máximo y mínimo tamaño de clase sobre todas 

las clases i. Una base de datos con la misma cantidad de 

ejemplos en cada clase, tiene una relación de desequilibrio 

pequeño en (ρ, μ), ver Fig. 1.  

 

TABLA II 

MÉTODOS EMPLEADOS EN EL AUMENTO DE DATOS 

Método Valor 

Rotación [-15°, +15°] 

Traslación X [-50, 50] 

Traslación Y [-50, 50] 

Re-escala [1.3, 1.5] 

Reflexión X True 

Reflexión Y False 

Saturación color [-0.7, -0.1] 

Brillo [-0.3, -0.1] 

Contraste [1.2, 1.4] 

 

La base de datos después del AD se observa en la Tabla III. 

 

TABLA III 

DESCRIPCIÓN DEL CONJUNTO DE DATOS RESULTANTE 

Base de datos (COVID-19) + neumonía Normal 

Kermany et al. 

[30] 
387 661 

Chowdhury et al. 

[89] 
808 630 

Wang et al. [32] 256 304 

Cohen et al. [33] 1,375 626 

 Kaggle [34] 500 50 

Irvin et al. [35] 2,076 3,589 

Total ejemplos 5,452 5,860 

 

 

IV. ALEXNET - RED NEURONAL CONVOLUCIONAL 

AlexNet fue desarrollada por [21], y estudiada en [22], su 

aceptable desempeño entre velocidad y exactitud fue analizado 

en [23]. AlexNet fue la red ganadora en el desafío de 

reconocimiento visual a gran escala en el ILSVRC 2012 

(ImageNet Large Scale Visual Recognition Challenge). 

ImageNet es un conjunto de datos de más de 15 millones de 

imágenes en alta resolución etiquetadas en 1000 categorías. La 

salida de AlexNet es un vector de 1000 números, donde el i-

enésimo elemento es interpretado como la probabilidad de que 

la imagen de entrada pertenece a la i-enésima clase. Además, la 

suma de todos los elementos del vector es 1. AlexNet consiste 
de 5 capas de convolución, 7 capas ReLU, 3 capas Pooling, 3 

capas totalmente conectadas y una capa Softmax.  

  
Fig. 1.  Distribución de desequilibrio entre clases, ρ= 1.1313, 𝜇 = 0.5. 
 

 

A.  Pooling 

 
Las primeras dos capas son seguidas de la operación Pooling, 

la cual es utilizada para disminuir el tamaño de la muestra. 

AlextNet utiliza una ventana de Pooling de 3x3 con pasos de 2 

entre ventanas adyacentes.   

 
 

B.  Softmax 

 
La función softmax toma como entrada un vector de números 

reales (clases), y lo normaliza con una distribución de M 

probabilidades proporcionales al exponencial del número de 

entradas (clases). 

 

  
C.  ReLU 

 
Una importante característica de AlexNet es el uso de ReLu 

(Rectified Linear Unit). Comúnmente funciones de activación 

Tanh o Sigmoidal son usadas para entrenar redes neuronales. 

 

 
V. METODOLOGÍA 

El modelo propuesto modifica las 2 primeras capas de 

AlexNet como sigue: la primera capa input: es modificada para 

aceptar imágenes de dimensión 227x227 en lugar de 

227x227x3, la segunda capa conv1: es modificada para calcular 
96 descriptores por convolución en ventanas 11x11, en lugar de 

11x11x3, y la tercera capa relu1: es modificada para realizar la 

operación de rectificador linear conectada con la capa conv1. 

Para diferenciar entre dos clases (COVID-19, Normal) en 

lugar de 1000, la capa 23 fc (fully connected) es reemplazada 

por otra capa fc special totalmente conectada de dos nodos 

(clases), y con esto alimentar al clasificador Softmax de la capa 

24 prob, con 2 nodos de salida. La Tabla IV muestra la 

arquitectura de AlexNet previo a su modificación.  
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TABLA IV 

ARQUITECTURA DE ALEXNET 

Capa Nombre de 

la capa 

Tipo de capa Detalles de la capa 

1 input Imagen de 

entrada 

227x227x3 dimensión de la 

imagen 

2 'conv1' Convolución 96 11x11x3 convoluciones 

3 ‘relu1’ ReLU ReLu 

4 'norm1' Normalización Normalización  

5 'pool1' Pooling 3x3 max pooling 

6 'conv2' Convolución convolución 2 grupos de 128 

5x5x48  

7 ‘relu1’ ReLU ReLu 

8 'norm2' Normalización normalización 

9 'pool2' Pooling 3x3 max pooling  

10 'conv3' Convolucíon 384 convoluciones de 3x3x256 

11 'relu3' ReLU ReLU 

12 'conv4' Convolución 2 grupos de convoluciones de 

192 3x3x192 

13 'relu4' ReLU ReLU 

14 'conv5' Convolución 2 grupos convoluciones de 128 

3x3x192  

15 'relu5' ReLU ReLU 

16 'pool3' Pooling 3x3 max pooling 

17 'fc6' Completamente 

Conectada 

Capa totalmente conectada de 

4096 

18 'relu6' ReLU ReLU 

19 'drop6' Dropout 50% dropout 

20 'fc7' Completamente 

Conectada 

Capa totalmente conectada de 

4096 

21 'relu7' ReLU ReLU 

22 'drop7' Dropout 50% dropout 

23 'fc8' Completamente 

Conectada 

Capa totalmente conectada de 

1000 clases 

24 'prob' Softmax Softmax 

25 'output' Clasificación Entropía cruzada 1000 clases 

 

La arquitectura adaptada para realizar la transferencia de 

aprendizaje se puede ver en Tabla V. 

TABLA V 

CAPAS DE ALEXNET ADAPTADAS PARA  LEARNING TRANSFER 

Capa Nombre de 

la capa 

Tipo de capa Detalles de la capa 

1 input Imagen de entrada 227x227 dimensión de la 

imagen 
2 'conv1' Convolución 96 11x11 convoluciones 
23 'fc special' Completamente 

Conectada 
Capa totalmente 

conectada de 2 clases 
24 'softmax' Softmax Softmax 
25 'output' Clasificación Entropia cruzada 2 clases 

 

A.  Extracción de Características 

 

Las capas que realizan la extracción de características son de 

tres tipos: Convolución, ReLu, y Pooling. AlexNet tiene 5 capas 

de convolución, (2, 6, 12, 10, 14); la capa 2 (primera 

convolución) tiene como entrada las imágenes de rayos X de 

pecho, las cuales pasan a través de un conjunto de filtros 

convolucionales. En la capa 6 (segunda convolución), se 

obtienen 2 grupos de 128 kernels. La capa 10 (tercera 
convolución), se producen 384 kernels. La capa 12 (cuarta 

convolución), produce 2 grupos de 192 kernels, y la capa 14 

(quinta convolución), produce 2 grupos de 128 kernels. El 

objetivo de las capas de convolución es preservar patrones de 

bordes, estas características son evidentemente aprendidas a 

una menor resolución. La Fig. 2 muestra 36 kernels de cada 

convolución. 

 

 
Fig. 2.  Extracción de características en (a) convolución 1, (b) convolución 2, 

(c) convolución 3, (d) convolución 4, y (e) convolución 5. 

 

 

Las capas ReLU permiten un entrenamiento más rápido y 

efectivo, mapean los valores negativos, y mantienen los valores 

positivos. AlexNet tiene 7 capas ReLu, (3, 7, 11, 13, 15, 18 y 
21). La Fig. 3, muestra 36 kernels de cada capa ReLU. Las 

capas Pooling simplifican la salida y disminuyen la resolución 

(downsampling), al reducir el número de parámetros que la red 

necesita aprender. AlexNet tiene tres capas Pooling: (5, 9 y 16). 

La operación pooling produce una imagen relativa donde se 

resalta la localización de la enfermedad [25]. El resultado en las 

capas Pooling se puede observar en la Fig. 4.  

 
Fig. 3.  Extracción de características en las capas: (a) ReLU 1, (b) ReLU 2, (c) 

ReLU 3, (d) ReLU 4, (e) ReLU 5, (f) ReLU 6, y (g) ReLU 7. 

 

 

 
 

Fig. 4.  Extracción de características en las capas: (a) pooling 1, (b) pooling 2, 

y (c) pooling 3. 
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VI. RESULTADOS EN LA TRANSFERENCIA DE APRENDIZAJE 

PROFUNDA 

En los experimentos realizados se asignó la etiqueta COVID-

19 (clase 1) y Normal (clase 2). Para esto, el conjunto de datos 

fue dividido en dos grupos, ver Tabla VI. 

TABLA VI 

CONJUNTO DE DATOS 

Conjunto de datos  COVID-19 Normal 

Grupo 1 - Entrenamiento 5352 5760 

Grupo 2 - Validación 100 100 

 

Para transferir el aprendizaje, entrenamos la red AlexNet con 

el empleo del gradiente descendente estocástico y con un 

tamaño de lote (batch) de 100 ejemplos, momentum de 0.9 y 

una taza de aprendizaje inicial de 0.0004, inicializamos los 

pesos en cada capa con distribución Gaussiana con media cero 

y desviación 0.01.  También, inicializamos con el valor de 1 los 

bias de la segunda, sexta, decima, decimosegunda y 
decimocuarta capa de convolución, así como también las capas 

totalmente conectadas. Para el entrenamiento, alimentamos la 

red AlexNet por 6 ciclos, con el primer conjunto de datos 

(entrenamiento), la cual tomo 55 minutos y 42 segundos. Las 

pruebas se realizaron en un GPU Intel i7 NVIDIA GeForce 

GTX 1050, Memoria 16GB.  

 

A.  Métricas Empleadas 

 
Al considerar la tarea de clasificación en CNN, se 

consideraron las siguientes métricas.  

 
1. Casos de enfermedad clasificados correctamente 

(Verdaderos Positivos, VP). 

2. Casos de enfermedad clasificados incorrectamente 

(Verdaderos Negativos, VN). 

3. Casos normales clasificados correctamente (Falsos 

Positivos, FP). 

4. Casos normales clasificados incorrectamente (Falsos 

Negativos, FN).  

   

Donde: 

 
VP: se refiere a los casos clasificados con neumonía. 

VN: se refiere a los casos con neumonía clasificados como 

normales. 

FP: se refiere a los casos clasificados como normales. 

FN: se refiere a los casos normales, clasificados como 

neumonía.     

 

Basado en esas métricas, calculamos la exactitud, sensibilidad 

y especificidad del modelo. Las ecuaciones que explican las 

métricas antes mencionadas son (3), (4) y (5)   

 
 

𝑒𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 =  
𝑉𝑃+𝑉𝑁

𝑉𝑃+𝑉𝑁+𝐹𝑃+𝐹𝑁
                   (3) 

 

𝑠𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑 =  
𝑉𝑃

𝑉𝑃+𝐹𝑁
                         (4) 

 

𝑒𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑 =  
𝑉𝑁

𝑉𝑁+𝐹𝑃
                        (5) 

 

B.  Gráficas de Resultados del Grupo 1(Entrenamiento) 
 

Los resultados del grupo 1 se muestran en la una matriz de 

confusión y gráfica ROC de la Fig. 5.  

 

 
Fig. 5.  Resultados en el reconocimiento de COVID-19 con el conjunto de datos 

de entrenamiento, 97.0% de exactitud, (a) matriz de confusión, y (b) gráfica 

ROC.  

 

 

C.  Gráficas de Resultados del Grupo 2 (Validación) 

 
Para validar el desempeño de la transferencia de aprendizaje 

de AlexNet en el reconocimiento de COVID-19, se empleó el 

segundo grupo de datos, la una matriz de confusión y gráfica 

ROC se muestran en la Fig. 6.  

 

 
Fig. 6.  (a) Matriz de confusión, y (b) grafica ROC, donde se muestra el 

desempeño en la clasificación 96.5% de exactitud en el reconocimiento de 

COVID-19 con el conjunto de datos de prueba. 

 

D.  Resultados 

 
La Tabla VII ilustra los valores para VP, FP, VN y FN, de los 

dos grupos de datos.  

 
TABLA VII 

VP, FP, VN, Y FN 

CNN AlexNet VP FP VN FN 

Entrenamiento 5254 98 5528 232 

Validación 97 3 96 4 
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Los resultados de las métricas exactitud, sensibilidad y 

especificidad, con los dos grupos de datos, son ilustrados en la 

Tabla VIII. 
TABLA VIII 

EXACTITUD, SENSIBILIDAD Y ESPECIFICIDAD 

CNN AlexNet Exactitud Sensibilidad Especificidad 

Entrenamiento 97.0% 98.9% 92.2% 

Validación 96.5% 98.0% 91.7% 

 

En Fig. 7, se muestra el funcionamiento de AlextNet, donde    

se puede observar los resultados de la clasificación de 16 

imágenes. 

 

 
Fig. 7.  Resultados de desempeño en el reconocimiento con 16 imágenes 

empleando el conjunto de datos de prueba, (a) COVID-19: 100%, (b) normal: 

97%, (c) normal: 99.8%, (d) COVID-19: 100%, (e) COVID-19: 100%, (f) 

normal: 99.2%, (g) normal: 99.7%, (h) COVID-19: 99.3%, (i) COVID-19: 

97.6%, (j) normal: 99.9%, (k) COVID-19: 78.8%, (l) normal: 99.9%, (m) 

normal: 99.8%, (n) COVID-19: 100%, (o) COVID-19: 88.6%, (p) normal: 

100%. 
 

VII. CONCLUSIONES 

Una rápida detección del COVID-19 en pacientes, es vital 

para prevenir el contagio de la enfermedad a otras personas, el 

presente estudio permite ofrecer un diagnóstico de bajo costo, 

rápido y automático de la enfermedad COVID-19. Se demostró 

que el desempeño de AlexNet es mejor en comparación de otros 

estudios (Tabla IX), donde se obtuvo una exactitud de 96.5% 

en la clasificación, solo por debajo de [57, 70], esto mediante la 

transferencia de aprendizaje de un conjunto de 11,312 imágenes 

de rayos X de pecho obtenidas de seis bases de datos [30]-[35]. 

También se demuestra que, el desempeño de la clasificación 
depende de la arquitectura empleada y los parámetros de cada 

arquitectura. Debido a una limitación en imágenes de rayos X 

con COVID-19, realizamos sobre-muestreo aleatorio (random 

over-sampling) y bajo-muestreo aleatorio (random under-

sampling) [43], esto con el fin de equilibrar el conjunto de datos 

de entrenamiento y validación. La base de datos empleada en 

este estudio está disponible en 

https://drive.google.com/drive/folders/1H8cJol84M9DLFBYT

-ACqwxX9pCBT-SmK?usp=sharing. Para demostrar el 

desempeño, realizamos la calibración de AlexNet en las capas 

1, 2, 23, 24 y 25, presentamos los resultados en matrices de 

confusión y graficas de curva ROC.  

Basado en los resultados, se demostró que la transferencia de 

aprendizaje con AlextNet puede tener efectos significativos en 

la detección automática y extracción de características 

relacionadas al diagnóstico de COVID-19.  

TABLA IX 

COMPARATIVO - ESTADO DEL ARTE 

Estudio 
Tipo de 

imagen 
Casos 

Método 

empleado 

Exactitud 

% 

Brunese et al. 

[57] 

Rayos 

X 

Neumonía=2753 

Normal=3520 

 

VGG-16 97 

 

Xu et al. 

[69] 

TC  

COVID=219 

Neumonía=224 

Normal=175 

ResNet 86.7 

 

Narin et al. 

[70] 

Rayos 

X  

COVID=50 

Normal=50 

Deep 

CNN 

ResNet-50 

98 

 

Wang et al. 

[71] 

Rayos 

X  

 COVID=5526 

 Normal=8066 

COVID-

Net 
92.4 

Apostolopoulus 

et al. [9] 

Rayos 

X 

 COVID=224 

 Neumonía=700 

 Normal=504 

 

VGG-19 93.48 

Sethy et al. 

[72] 

Rayos 

X 

COVID=25 

Normal=25 

 

ResNet-

50+SVM 
95.38 

Nuestro 

estudio  

Rayos 

X 

COVID=5452 

 Normal=5860 
AlexNet 96.5 

 

Se pueden mencionar algunos aspectos relacionados a las 

limitaciones en este estudio, en particular, buscamos enriquecer 

la colección de ejemplos a partir de las seis bases de datos 

públicas con muestras de COVID-19, con el fin de construir una 

colección más extensa. Además, en el futuro es posible 

enfocarse en la distinción de pacientes con síntomas virales 

similares a la neumonía tradicional [26-28], en lugar de solo 

COVID-19, ya que otros síntomas podrían no ser visualizados 
en las imágenes de rayos X. Finalmente, a pesar de que un 

apropiado tratamiento no es determinado únicamente por 

imágenes de rayos X, puede ser un indicador inicial para tomar 

medidas de cuarentena en muestras positivas, hasta que una 

examinación más completa sea realizada. Relacionado a esto, la 

ventaja de una automática detección de COVID-19, ayuda a la 

reducción contagios debido a la exposición de enfermeras y 

personal médico.   
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